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重回帰分析と階層型ニューラルネットによる  
翌日電力需要予測  
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2．回帰分析に基づく予測モデル  

2．1曲面近似を用いた平日用予測モデル   

まず，供給エリアの気候と電力需要との関係に基づ  

いて，暖房用負荷が必ずかかる期間，暖房用負荷がか  

かる可能性のある期間というように，1年を6つの期  

間に分割する．そして，前年のデータから各期間ごと  

の平日の標準的な予測モデルを重回帰分析によって作  

成する．その際に，曲面近似［5］と呼ばれる手法を用  

いている．   

いま，第々日第才時間帯の予測値P＊（々，f）が，Ⅳ個  

の説明変数＆（烏，f）によって計算できるものとする  

と，（1）式のように表すことができる．ここで，α乃（7）  

は，（2）式に示すように時間帯オの〟次式で表される．  

1．はじめに  

電力系統において，各発電機の運転計画や他地域と  

の電力融通計画などの需給計画は，電力需要予測に基  

づいて立案される．予測精度の良し悪しは，経済性な  

らびに信頼性に大きな影響を与えることから，なるべ  

く精度の良い，また予測担当者の経験年数なぞに依存  

しない客観的な予測手法の確立が望まれている［1］．   

ここでは，電力供給地域全体の翌日24時間にわたる  

1時間ごとの平均的な電力需要を予測するための一手  

法について概説する［2］．この手法では，まず，前年  

の需要実績データならびに気象データを用いて重回帰  

分析［3］を行い，線形予測モデルを作成する．次に，こ  

の予測モデルによって算出される平均的な予測値と  

実績データとの差（予測誤差）を縮小するように，階層  

型ニュー ラルネットワーク（NN）［4］を学習させる．実  

際に予測を行う際には，まず，当日の気象予報データ  

と前日までの需要実績データを用いて重回帰モデル  

で予測値を求め，さらに階層型NNによって補正を  

行う．   

この手法の特徴としては，重回帰係数を求める際に  

曲面近似［5］を用いて予測モデルの平滑化をはかって  

いること，NNの通用において教師信号にある幅を持  

たせるというような様々な工夫を施していることなど  

があげられる．   

実際のデータを用いたシミュレーションでは，特殊  

日を含めた通年での平均予測誤差は2％以下となって  

おり，ある程度満足できる精度が得られている．  

●  

．＼■  

f丹（々，ダ）＝∑α刀（f）ズ云（々，7）  
乃＝1  

〟  

α乃（才）＝み∽オ椚  
。  

（1）  

（2）   

負荷の実績値をP（ゑ，オ）とすると，（3）式のように観  

測期間日数∬全体にわたる残差平方和Eを最小にす  

るようにβmを定め，これを〟次曲面近似における回  

帰係数とする．  

〟24  

E＝∑ 革 げ＊（々，才）－P（々，才）〉2  
々＝1 王＝1  

（3）   

なお，説明変数としては，予測目前日の需要実績値，  

前日と前々日の需要実績値の差分，同様に前々日と3  

日前の需要実績値の差分，予測日の予想最高気温，前  

日と前々日の最高気温の差分，前々日と3日前の最高  

気温の差分の6個を採用している．また，次数〟の値  

としては，これまでの検討では，一般に2で十分と考  

えられる（2次曲面近似）．  

2．2 特殊日処理のための平日値換算係数  

土・日・月曜や祝日・年末年始・ゴールデンウィー  

（29）499   
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ク・お盆などの電力需要は，火曜から金曜までの平日  

の需要と比べて一般に小さめで，異なった傾向を示す  

が，ここでは，これらを一括して特殊日として処理す  

る．前述の予測モデルは，平日め需要曲線を予測する  

ためのものであるから，このモデルを特殊日にも適用  

するためには平日値への換算が必要である．すなわち，  

特殊日 

斤（s，g）は，観測期間内の平日の第g時間帯における需  

要の平均値」島（才）に対する比率として（4）式で与えられ  

る．  

斤（s，オ）＝鳥（才）／fも（グ）  （4）  

ここで，鳥（ブ）：特殊日s第ブ時時間帯の需要平均値．   

この係数を用いて，（5）式のように，特殊日の需要  

鳥（々，オ）を等価的に平日需要鳥（ゐ，グ）に換算したうえ  

で，（1）式に組み込む．  

鳥（々，オ）＝鳥（ゑ，グ）／斤（5，才）  （5）   

さらに，得られた予測値に換算係数を乗じることに  

よって特殊日の予測値が算出される．  

2．3 シミュレーション結果   

’90年～’92年の北海道地方の大口需要家および所内  

需要を除いたその他の電力需要合計量に対して，実績  

データに基づいた予測シミュレーションを行った．  

ただし，実際の予測では，予測日の気象データとして  

は予報値を用いるべきであるが，ここでは観測値を  

使用した．すなわち，天気予報？誤差は考慮していな  

しヽ   

平均誤差でみる限り，夏期以外ある程度満足できる  

結果となったが，予測日によってはかなり大きな誤差  

が生じることが確認された．最大誤差についてみると，  

約半数が祝日，特殊期間の影響によるものとなってい  

る．特に，特殊な特殊日，つまり祝日や特殊期間が土・  

日・月曜と重なった場合は，誤差が大きくなりやすい  

傾向にあり，平日借換算係数の求め方に工夫が必要で  

ある．因みに，土・日・月曜の換算係数に関しては前  

年のデータだけで，祝日に関しては入手可能な過去5  

年分のデータから，また，盆，年末年始，ゴールデン  

ウィークに閲しでは同じく過去10年分のデータから算  

出した値を用いている．   

また，曲面近似による重回帰分析は，観測データの  

平均的な値でモデル化することになるため，特殊な気  

象状況，特に天候の変化が大きな場合に誤差が大きく  

なる傾向が認められた．平日で200MW以上の誤差が  

生じた日における雲量の変化を調べると，約半数がこ  

500（30）  

の場合に該当する．  

3．階層型ニューラルネットを用いた  

補正用モデル  

前節で指摘した天候の変化が大きいときに発生しや  

すい大きな誤差を抑制するために，また重回帰モデル  

では表しきれない需要と気温や雲量（天候）との間の  

定量的評価の難しい関係を自動的に求めるために，階  

層型NNを用いて予測値を補正する機構を加えた予  

測モデルを採用する．この予測モデルの概念図を図1  

に示す．なお，NNのみで予測モデルを作成すること  

は，以下の】型由から考えていない．  

（》重回帰モデルである程度満足できる予測精度を得  

ているので，これを継承することは有効である．  

（診モデルのブラックボックス化を避ける．  

3．1階層型NNの構成  

階層型NNの構造を図2に示す．準線形ニューロン  

モデルの入出力特性は，次式のシグモイド関数に従う．   

′（J）＝1／（1＋g‾り  （6）  

ここに，J：素子への入力和，′（′）：′に対する素子  

の出力．   

入力層に与える入力としては，時系列データをバッ  

ファネットワーク上に与え，ダイナミクス学習を行わ  

せる．入力層素子数は24であり，それぞれの素子に与  

える入力としては，予測対象日とその前3日間の最高  

気温，最低気温，9・12・15・18時の雲量を使用する．  

実際の運用を考えると，予測対象日とその前日の午後  

に関しては雲量の入手は困難であるので，雲量の代わ  

りに予想される天候を数値化したものを入力とする．   

中間層の数は1層とし［6］，その素子数は後述する  

「中間層素子数自動決定アルゴリズム」［7］一［11］に  

よって決定する．  

図1 電力需要予測モデル  

オペレーションズ・リサーチ   
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ここで，F♪（紺）：パターン♪に対する誤差の自乗和，  

紺：荷重ベクトル，′′♪，仇♪：パターン♪に対するJ番  

目の出力層素子の教師信号と出力値，』～t，：荷重修正  

量，且Ⅴ：パターンの数，0∧r：出力層素子数， オ：現  

在の学習回数．   

このアルゴリズムによって学習されたNNは，線形  

分離不可能なパターンをも分類できるという優れた能  

力を有する反面，以下に示すような学習上の問題点が  

存在する．   

①学習率・中間層素子数・荷重初期値に対する試行  

錯誤的学習   

②局所解へのトラップ   

③学習時間の長大化   

そこで，様々な手法を用いて， これらの間遠を可能  

な限り克服する．   

まず，中間層素子数決定に関する試行錯誤を排して  

学習時問の短縮を図るため，素子数を自動決定する機  

能を加える．このアルゴリズムでは，素子削除のため  

の基準与に関しても自動的に決定されるという点が，  

従来のアルゴリズムとは異なっている．ニこでは学習  

回数」Ⅴ＝300，中間層素子数の初期値を30とした．素子  

の有効度算出に関しては，能力的に優れ演算量も少な  

くて済むEffectiveness factor［9］と呼ばれる評価関  

数を採用する．詳細は，文献［2］を参照されたい．   

また，既に提案されている動的最適学習率決定機構  

である改良型DSCサーチ［12］，荷重の初期値への依  

存度を減らして安定な学習を行わせるための荷重初期  

値設定法［13］，さらに，非線形最適化手法において大  

局的な最適降下方向を与える共役勾配法を適用する．  

3．3 教師信号のバンド化  

階層型NNの教師信号となる補正係数は，入力が気  

温と雲量（天候）なので，これらのみに依存する値にす  

ることが要求される．いま，（9）式で示される1時間ご  

との見かけの補正係数をんとする．この値が（6）式で示  

されるシグモイド関数の非飽和な値域に入るように，  

（10）式によって㍍に線形変換する．   

J。（々，f）＝P（々，才）／P＊（々，ブ）  （9）  

㍍（々，オ）＝2．5′。（々，オ）一2  
（10）   

これから各時間帯の補正係数′を（11）式に従って算  

出する．  

出力層  展開層  

ノ  

図2 補正用階層型NNの構造  

出力層素子数に関しては，1時間ごとの補正値を出  

力する24個が必要になる．しかしながら，入力データ  

が1時間ごとの値を示すものではないこと，1時間ご  

との補jE値では時間推移に対してばらつきがみられる  

ことを考慮して，3時間ごとの平均的な補正値を出力  

する8個とする．学習されたネットワークを用いて実  

際に適用する際には，荷重があらかじめ固定されてい  

る，線形ニューロンモデルからなる層（展開層と呼ん  

でいる）を付け加えて24時間展開を行い，1時間ごと  

の補正値を出力する．  

3．2 基本バックプロパゲーション法の改良  

基本バックプロパゲーション（BP）法に基づ〈一括  

修正法は，（7）式で表されるパターン村全体のNN出力  

と教師信号の誤差の自乗和Fを評価関数とし，これを  

最小化するように学習率（探索幅）〃を一定として最急  

降下法を適用したものである（は）式）．  

P．ヽ I’．ヽ■し）．＼■  

F（紺）＝∑F♪（紺）＝∑ ∑（1／2）（J′♪一仇♪）2 （7）  
♪＝1  ♪＝1J＝1  

■
 
．
 
 

ゞ
 
ヽ
 
 
 

し  

3乃  

J（々，7）＝ ∑ ん（ん，f）／3  
l＝3rl2  

（11）  

J’．＼■  

』乙t，～＝1見（錐・♪（れ′）／∂勘）／fW  
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このオの値は，気象要因以外にも，突発的な出来事，  
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なるのでバラツキがみられるが，EWSで数分程度で  

ある．   

中間層素子数とRMSエラー値の推移の一例を図4  

に示す．素子の削除される間隔が一般に短いのは，ネ  

ットワークのfault tolerantな性質によるものと考え  

られる．これにより，総合的な学習時間は，従来の試  

行錯誤的学習より明らかに短縮されている．  

（2）適用結果   

ここでも，NNへの入力としては，気温や天候など  

の予報値の代わりに観測値をそのまま利用した．   

まず，気象の変化が大きい日に対する予測結果の一  

例を図5に示す．すべての場合において補正がうまく  

いくとは限らないか，この例のように実績値にかなり  

近づくケースが認められた．   

予測シミュレーションで得られた結果をまとめると  

以下のようになる．  

（1）重回帰モデルで精度が劣っている夏の期間に対  

して，顕著な改善効果が認められた．  

（2）教師信号のバンド化を行わないケースでは，補  

正量が大きめになるので，正しく補正されている  

場合には改善の度合いが大きい反面，補正が逆の  

方向に働いた場合には悪化の度合いも大きい．  

（3）教師信号のバンド化を行ったケースでは，控え  

めな補正を行うことになるので，悪化を防ぐ効果  

が認められる．特に平均誤差に関しては，すべて  

の期間で改善されている．また，バンド化によっ  

て，約4割の時間帯で補正が行われていないこと  

が確認されている．重回帰モテリレによってある程  

度精度良い予測値が得られていること，補正によ  

って予測精度が逆に悪化するのは避けたいなどの  

点を考慮すると，予測値補正用NNにおける教師  

信号のバンド化は有効といえる．   

イベント等の不規則な要因が複雑に絡み合ったものを  

反映していると考えられるので，～から気温と雲量（天  

候）だけに依存した補正係数んを厳密に求めることは  

不可能である．したがって，んとして，（12）式のように  

Jにある幅を持たせたものを考える．  

日々，犯）－£≦ん（烏，乃）≦日々，乃）＋£  

ここに，乃＝1，2，…，8：出力層の時間帯．  

（lカ   

したがって，教師信号とネットワーク出力値の差で  

表さ咋るエラー値gは図3のようになり，±eの不感  

帯を考慮することと等価である．また，実際の予測に  

おいても，出力値0に対して不惑帯分を差し引いた値  

に変換して適用する．結局，この手法では重回帰モデ  

ルにおいて精度良い予測値が得られる場合には，何も  

補正が行われないことになる．なお，試算では£の値  

を0．025と設定したが，この値は，（1q）式に基づいて逆  

算すると，重回帰モデルで生じた相対誤差±1％を気  

温・雲量（天候）に依存する部分と考えることに相当す  

る．  

3．4 シミュレーション結果  

重回帰モデルの場合と同様に，1年を6つの期間に  

分割し，期間ごとに過去2－3年の実績データを用い  

て前述の学習を行い補正用NNを作成する．重回帰モ  

デルにおいて，祝日や特殊期間に発生しやすい大きな  

誤差は，一般に気象に起因するものではないことから，  

これらの日のデータは訓練集合から除外する．また，  

信頼性を向上させるために，異なる5つの初期値で学  

習させたNNの出力の平均値を実際の補正値とした．  

（1）学習結果   

前述のようなさまざまな工夫によって，異なる初期  

値から学習を開始しても最終的な中間層の数および  

RMSエラー値はほぼ同じになることが確認された．  

学習時間に関しては，期間ごとに訓練パターン数が異  

Ⅷ
≠
取
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
…
剥
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
㌧
 
 

1
 
 

中
間
層
素
子
数
 
 

卸
 
劫
 
1
0
 
0
 
 
 

摘信号値 エラー億  

鋸
 
 

0
7
 
 

0
 
 

0
 
 

出
○
出
出
出
S
言
出
 
 

‘ 

t- a 

■   －－  －     －  ＋ ■  ●一  －        ●    － ● ■■● ■■    － 1－－十－⊥‡  

ー＞・（卜占卜01  

0
 
0
 
 

庶
事
智
腐
礫
 
 

ーー（卜8）－〃4  01朗＝潔迫552736920110412郎14721655  

学習回教  

国4 RMSエラー値と中間層素子数の推移例  

オペレーションズ・リサーチ  

図3 教師信号のバンド化  

502（32）  

l、  ・、ィ：・  

く ■〉J  

∴ざ■一   

© 日本オペレーションズ・リサーチ学会. 無断複写・複製・転載を禁ず.



［2］佐藤，田中，長谷川二「階層型ニューラルネットワ   

ークによる補正を考慮した翌日電力需要予測」，電気   

学会論文誌B，114巻，10号，1994．  

［3］久米，飯塚：「回帰分析」，岩波書店，1987．  

［4］D．E．Rumelhart，］．L．McClelland，andthePDP   

ResearchGroup：“ParallelDistributedProcesslng，   

TheMIT Press，Vol．1，PP．318－362，1986．  

［5］中村，山城，宮本：「重回帰分析に基づく翌日負荷   

予測モデルの構築」，平成3年電気学会電力・エネルギ   

ー部門大会論文集（論文Ⅰ），No．5．  

［6］船橋：「ニューラル・ネットワニクのcapabilityにつ   

いて」，電子情報通信学会技術報告，MBE88－52，   

1988．  

［7］萩原二「淘汰機能を有するバックプロパゲーショ   

ンー中間層ユニット数の削減と収束の高速化」，電子   

情報通信学会技術報告，NC89－104，1990．  

［8］松永，申出，村瀬：「階層型ニューラル・ネットワー   

クの中間層素子数を自動削減する誤差逆伝播学習アル   

ゴリズム」，電子情報通信学会技術報告，NC9ト2，   

1991．  

［9］真島，吉村，永野：「層状ニューラルネットにおけ   

る中間層素子削減方法の検討」，電子情報通信学会技   

術報告，NC92－110，1993．  

［10］Y．Hirose，K．Yamasita，andS．Hijiya：“Back   

Propagation Algorithm Which Variesthe Number   

OfHiddenUnits”，NeuYalNetu）OYks，Vol・4，pp．61   

－66，1991．  

［11］松岡，編：「ニューロコンピューティング」，朝倉   

書店，1992．  

［12］高木，阪上，戸川：「ニューラルネット学習におけ   

る非線形最適化手法の効果」，電子情報通信学会論文   

誌D－ⅠⅠ，Vol．J74，No．4，PP．528－535，1991．  

［13］神原，三谷，大堀，渡辺：「3層ニューラルネット   

における結合係数初期値設定法」，平成5年度電気関   

係学会北海道支部連合大会論文集，No．265．  

実績値  －－－ NNによる補正（バンド無）  
重回帰モデル 剛・ NNによる補正（バンド有）  

・ ノ   

1 3 5 7 9 1113 15 17  

時  刻  

ノ
′
／
 
L
 
 

∵
■
・
J
 
 

図5 予測結果の一例（，92／9／24）   

●  4．あとがき  
ここで述べた翌日電力需要予測手法は，統計的モデ  

ルと階層型NNモデルとの融合モデルの一形態と考  

えられる．統計的モデルによって，ある程度の精度が  

得られるが，気象の変化が大きな場合に比較的大きな  

誤差が生じる傾向がみられた．これは，予測モデルが  

線形であり，需要とその決定要因との間の複雑な関係  

を表現することが難しいことによると考えられる．   

そこで，解析的にこの関係を求める代わりに，過去  

のデータの学習によってこの関係を自動的に獲得する  

階層型NNを導入し，予測値の補正を行うこととし  

た．この階層型NNモデルの導入に際しては，基本BP  

法の学習上の問題点をできるかぎり克服するためにさ  

まぎまな機能を追加した．また，入力である気温・雲  

量（天候）に依存する出力値を得るように，教師信号の  

バンド化を行った．シミュレーションの結果より，バ  

ンド化の有効性が確認された．  
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