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1－C－11  

れ（＞0）：担当区域内の電力契約口数  

p（0≦p≦1）：電力契約1口に対する1日当たりの故障発  

生確率  

故障の発生が上述のタイプ（i）だけに基づいており，1日当  

たりの故障発生率が季節変動にかかわらず一定であると仮  

定すれば，1日にェ（≧0）件の故障が発生する確率は，  

1．はじめに  

今日、電力は日常生活で必要不可欠なエネルギーとして利  

用されている一方で、 一旦停電が発生するとたちまち社会生  

活全般に深刻な影響を与える．よって現在，電力会社におい  

ては，屋内不点故障の修理サービスが行われている．屋内不  

貞故障（以下では単に「故障」とよぶ）とは，末端配電設備  

の故障による停電のことであり，業務の性質上いつ何時発生  

するか全く予測がつかない．また，停電による社会的影響や  

電気の安全利用の観点から，故障発生の連絡により出動要請  

があれば，作業員は直ちに現場に急行する必要がある．その  

ため，故障の発生が輯摸した場合，作業員は日常業務を中断  

し，故障修理に向かわなければならず，故障発生件数を正確  

に予測することは業務効率化のためには重要な間道となる．  

実際には，管理職が経験と勘により故障発生件数を予想し，  

要員数を決定しているのが現状である．そこで本稿では，確  

率モデルとニューラルネットワークを用いて故障発生件数の  

推定を行うことを試みる．   

2．屋内不点故障の発生原因   

仁）  
〆（1－p）れ‾エ   （1）  

鞍（∬）＝ Pr（ズ＝∬）＝  

となる．十分に大きい電力契約口数と最近の電気機器および  

配電設備に対する信頼性の向上（m→∞およびp→0）を  

考慮すれば，近似的に以下のようなポアソン分布  

榊）＝exp（一入）  （2）  

によってモデル化できる．ここで，入は故障率であり，非負  

の定数である．   

図1と図2は，1995年と96年の4月・10月季と7月  

・8月季それぞれの故障件数データにポアソン分布をあては  

めた例である．図1のデータに対する故障率入の最ゆう推  

定値は3．82であり，これを自由度7のカイ2乗適合度検定  

により検定した結果，有意水準で95％で採択された．一方，  

図2のデータに対する入の最ゆう推定値は7．52であり，ポ  

アソン分布への適合性は自由度10のカイ2乗適合度検定に  

より95％有意水準で棄却された．これより，春季と秋季の  

故障発生件数はポアソン分布によく適合しているが，それ  

以外の季節では必ずしも良好な適合結果が得られなかった．  

このことは，先に述べた（ii）の原因によるパラメータの変  

動が大きいため，ポアソン分布による故障発生件数の予測を  

困雉にしているものと考えられる．   

これらの結果より，夏季と冬季の電力需要が増加する時  

期の故障発生件数を予測するためには，様々な要因を考慮す  

ることによってモデル化を行わなければならないことがわか  

る．次節では，屋内不点故障発生件数の予測に階層型ニュー  

ラルネットワークを適用した結果について述べる．   

4．ニューラルネットワークによる故障発生件数の推定   

故障の発生原因には多種多様なものがあり，一概に特定  

することは困難であるが，あえて大別すれば以下の2つのパ  

ターンに分類される．  

（i）電気器具の故障や配線の接触不良に伴う漏電遮断機もし  

くはブレーカーの動作，照明機具の故障による不点等  

の偶発的な原因．  

（ii）冷暖房等の電力需要の増加によるヒューズの溶断，過  

負荷遮断器の動作，柱上変圧器保護用のカットアウト  

ヒューズの溶断等の電力需要に関わる季節変動的な原因．   

上述のパターンから，故障発生件数は人間の生活環境に影響  

されることが容易に想像できる．すなわち，春季と秋季の電  

力需要の安定している時期には主にタイプ（i）の偶発原因に  

よる故障が，夏季と冬季の電力需要が増加する時期には（i）  

に加えてタイプ（ii）の故障が増加すると予想される．   

3．屋内不点故障発生件数を予測する確率モデル   ニューラルネットワークは，生体の情報処理をモデル化し  

た学習機械であり，画像認乱†〈ターン識別，関数近似，組  

合せ最適化，時系列予測等の様々な分野において応用されて  

いる．ここでは，日々変動する故障発生件数を階層型ニュー  

いま，次のような記号を定義する．  

ズ：故障発生件数（非負値確率変数）  
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© 日本オペレーションズ・リサーチ学会. 無断複写・複製・転載を禁ず.



ラルネットワークを用いて予測することを試みる．本稿で使  

用した階層型ニューラルネットワークは，入力層，中間層，  

出力層の3層から構成され，各層に配置している任意数のユ  

ニットの入出力応答はシグモイド関数により与えられるも  

のとする．シグモイド関数に含まれるオフセット借（しきい  

値）は生理学的根拠により導入される変数であり，中間層の  

各ユニットと前後層の各ユニットの聞には結合係数が与えら  

れている．一般に，階層型ニューラルネットワークでは誤差  

逆伝搬法（バックプロパケーション）を適用してネットワー  

クの内部パラメータを変更し，データの入出力関係’を学習  

する．   

誤差逆伝搬法では，入力データと教師信号の2種類のデー  

タが必要とされ，入力データに対する認識を行う順方向の情  

報処理とネットワークの学習を行う逆方向の情報処理に大別  

される．順方向の情報処理では，各層におけるユニットから  

の出力値に結合係数を乗じ，これらの和演算をと．ったものの  

シグモイド関数値をユニットの 

． 

めに出力値と教師信号との二乗誤差を求め，出力層から入力  

層まで二乗誤差を減らす方向に内部パラメータを順次変更  

する．   

数値実験では，入力ユニット数10個，中間層ユニット数  

10個，出力ユキソト1個の階層型ニューラルネットワーク  

を使用した．過去2週間分の故障発生時開聞隔を教師信号と  

し，ニューラルネットワークシステムを十分に学習させた後  

に逐次的に故障発生時開聞隔を推定した．ここで，学習率は  

0．9とした．最終的に，故障時間間隔に対する推定値の合計  

が24時間を超過した件数を，当該1日分の故障発生件数の  

推定値とみなす．図3は1996年8月における故障発生件数  

の推定を行った結果を示したものである．これより，確率モ  

デルを用いるよりも，ニューラルネットワークを適用した場  

合の方が推定値の誤差が少ないことがわかる．しかしなが  

ら，春秋季の電力需要が安定している時期においては 

． 

は困難であった．   

5．結論と今後の課題   
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図1：4月・10月季における故障発生件数の確率分布．  
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図2：7月・8月季における故障発生件数の確率分布．   

本稿では，ニューラルネットワークを用いて屋内不点故  

障発生件数の推定を行った．特に，夏季と冬季の電力需要が  

増加する時期においては，ニューラルネットワークによる予  

測結果が良好であることが示された．実際のサービス業務に  

おいて，要員は故障修理だけではなく．並行して他の様々な  

業務を遂行しなければならない．今後は，漏電件数調査や電  

気再使用の申し込み件数の予測等に対して，確率モデルなら  

びにニューラルネットワークを用いて業務量の推定を行い，  

電力サービス業務の効率化や要員数の最適化を行う予定で  

ある．   
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図3：1996年8月季における故障発生件数の推定結果．   
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