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1 はじめに  

顧客スコアリングとは，過去の購買履歴データを基に  

して，購入可能性の高い順に顧客をランク付けする問題  

である．スコアリングモデルの構築は，ある期間に顧客  

が商品を購入するか否かを，それ以前の購買行動から予  

測するモデルを作成することで行われる．予測値として，  

購入するか否かの二億ではなく，連続値を得ることで，  

その値を基に顧客をランク付けする．顧客スコアリング  

は，データマイニング手法の応用分野としても注目され  

ている・（例えば文献【2】）   

本研究では，学習機械として決定木を用いたAdaBoost  

により，現実の企業の取引履歴データに対する顧客スコ  

アt」ングモデルを作成する．また従来の手法と比較する  

ことで，その有効性を検証する．  

表1：分析用データ  

ReSam（β，β）と表現する・   

ラウンドfにおいて，ReSam（g，βt）により重み付き  

リサンプリングを行いgtを受け取って，学習機械〟に  

よりSimpleLearnerムを出力する．続いてjiの誤り率  

亡tと，ムの信頼度ctを求める．ここでムにおいて正解  

したサンプル（ごi，肌）に対しては，次のラウンドの重み  

β什1（壱）を小さくし，一方誤ったサンプル（〇i，肌）に対  

してはβt吊（慮）を大きくする・つまり判別の難しいサン  

プルを重点的に学習していく．これらをアラウンド繰り  

返す・最終的な判別は，T個のSimpleLeanerムの信頼  

度ctによる加重和（CombinedLeaner）の符号をとるこ  

とで行われる．   

3 利用データ   

本研究で利用したデータは先行研究【2】で利用されて  

いる，ある衣料・雑貨販売会社の通信販売履歴データで  

ある．原データは取引IDをキーに持つ販売履歴データ  

に，商品属性・顧客属性に関する情報を付加したもので  

ある．この原データをもとに顧客IDをキーとした分析  

用データを作成した．   

原データには約3年間分の販売履歴が記録されており，  

前半30ケ月を入力期間として説明変数の作成に使用し，  

後半4ケ月を予測期間としてこの期間の商品の購入有無  

を応答変数とした．入力期間に1回以上の取引があった  

顧客10，560名について分析用データを作成した．分析  

用データに用いた変数を表1に示す．  

2 AdaBoost  

Boostingは精度の低い学習機械（SimpleLearner）を組  

み合わせることで，精度の良い学習機械を構成する手法  

である．その代表的なものとして，多くの理論的な検証と  

実験的実証がなされてきたアルゴリズムに「AdaBoost」  

【1】が挙げられる．以下にそのアルゴリズムを示す．  

AdaBoost  

Fbrf＝1to r   

島＝ReSam（g，βt）   

ム＝〟（島）   

亡t＝Pri～β‘（ム（訂i）≠肌）  

C£＝圭log誓  

〈 

e－Ct ifム（ェi）＝肌  

eCt ifム（ヱi）≠肌  

功吊（盲）∝βt（盲）×  

EndFbr  

CombinedLearner：G（x）＝∑≡1Ctム（x）   

ここで学習データはぶ＝（（ご‘，y‘）：盲＝1，…，れ）であ  

り，y∈（1，－1）の二億判別問題を考える．またサンプ  

ルgを確率βでリサンプリングすることを，．ここでは  
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4 スコアリングモデルの作成   

分析用データを学習データとテストデータに二分し，  

学習データによりスコアリングモデルを作成し，・テスト  

データによりモデルの汎化能力の検証を行う．ここで学  

習データのサンプル数は1，056，テストデータのサンプ  

ル数は9，504とした∴またテえトデータにおける反応者  

数は920人であり，全顧客の反応率は9．7年であった．   

本研究では，・学習機械として準さ3の決定木を用いた  

AdaBoostを適用した．・顧客スコアリングモデルとして，  

CombinedLeanerG（x）を用い，その出力嘩を顧客スコ  

アとする．出力値が大きいほど，購入可能性の高い優良  

顧客であると判断される．   

T   

顧衰スコアリングモデル‥C（ヱ）■＝∑c上伸）  

t＝1  

スコアリングモデルの精度評価の基準として，予測全  

体の有効性を評価するものとして累積ゲイン図［3】を用  

いた．累積ゲイン図はモデルに基づき，顧客をスコアの  

高い順にソートしたときの反応者数の累積割合をプロッ  

トしたものである．また，予測スコア上位エ％の顧客群  

に対する精度評価には次のリフト率を用いた．  

表2：リフト率の比較  

AdaBoost  ・2．84  2．20  1．83  1．67   1．50   

DT   2．41  2．17  1．86  1．67   1．43   

LR   2．66  2．23  1．97  1．74   1．55   

AdaBdost  1．37  1．26  1．17  1．08   1．00   

・DT   1．28  1．1b  1．12  1．05   1．00   

LR   1．40  1．29  1．17  1－0由   1．00   

”DTMは決定木，乃LR”はロジスティック回帰  

O  

q  O  

く0 0  

寸 ⊂：l  q く：〉  

⊂〉 d  

上位ご％の顧客の反応率（％）  
リフト率（ェ）＝   

全顧客についての反応率（％）  0．0  0．2  0．●  0．8  0．8  1．0  

5！結果   

学習機械として決定木を用いたAdaBoostと，決定木，  

ロジスティック回帰の3つの手法で予測精度の比較を行っ  

た・Ad争Boostにおけるラウンド数は，多くしすぎると  

学習データに対するオーバーフィッティングが見られた  

ため，本研究では50とした．また決定木は■，AdaBoost  

の適用にあたっては二値の反応変量を返す分類木として  

用い，単独で用いる場合は連続値を返す回帰木として用  

いた．   

得られたモデルから累積ゲイン 

AdaBoostを適用したモデルは，決定木よりも予測精度  
が高く－，またロジスティック回帰と■ほぼ同等の予測精度  

が得られた．予測スコアが上位の顧客群に対するリフ十  

率（表2）を見ると，上位10％（950人）の顧客たっい  

てはAdaBoostが最も良いが，それ以降はロジスティッ  

ク回帰が若干よくならている．しかしスコアの最も高い  

優良顧客の選出すること．を考えた場合は，上位10％の  

顧客たっい七のリフト率が最も串、 

に有効であり，AdaBoostの有効性が示せたと言える．  

図1：累積ゲイン図．横軸はスコアの高い順にソートさ  

れた顧客の割合，縦軸は累積反応者割合  
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