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1. はじめに

全録画レコーダー，オンライン配信，スマートテレ
ビなどの普及により，ユーザーは時間的，空間的制限
を超えたテレビ視聴が可能となった．一方，番組製作
側は視聴デバイスやインターネットから収集したユー
ザーの基本情報や視聴履歴などのデータの分析が容易
になっている．このような状況下で，本研究は視聴履
歴やユーザーと番組の属性情報を活用して，ユーザー
の層別，番組推薦，CM最適化などさまざまなタスク
において役立つ，ユーザーと番組の特徴を抽出する汎
用的な手法を提案する．このとき，自然言語処理のテ
クニックを複数導入している．
本研究では，まずテレビ視聴の時系列性を利用するた

め，Word2Vec [1]とDoc2Vec [2]を適用してユーザー
と番組の特徴ベクトルを生成した．次に，正解ラベル
を用いた学習によって先に生成した特徴ベクトルの改
善を行った．改善には，ニューラルネットワークを利
用し，さらに注意機構 [3]を導入した．また，ユーザー
と番組固有の属性情報の埋め込みを行った．実データ
を用いた検証により，提案手法で作成した特徴量は，ク
ラシックな特徴抽出手法である Probabilistic Latent

Semantic Analysis（以下 PLSA）[4]やNon-negative

Matrix Factorization（以下 NMF）[5]より優れてい
ることが確認できた．また，ユーザー特徴量のクラス
タリングや番組特徴量の類似度分析などを通して，実
用につながる知見が得られた．

2. データの概要と特性

本研究では，経営科学系研究部会連合協議会主催，
平成 30年度データ解析コンペティションで提供された
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データを使用する．まず，提供されたデータの内，放送
時間に沿った視聴（リアルタイム視聴）と録画再生（タ
イムシフト視聴）の視聴履歴の特性について考察する．

2.1 リアルタイム視聴履歴の時系列性
ユーザーの視聴行動は生活習慣やライフスタイルを

反映しており，それらの関係性についてさまざまな研
究がなされてきた．たとえば，木村 [6] では視聴時間
について，年齢層別の視聴習慣の相違について分析し
ている．また，岡崎と井上 [7]では，ユーザーの視聴履
歴から，視聴パターンなどの時系列特徴を抽出し，隠
れマルコフモデルを用いた分析手法を提案している．
本研究では，リアルタイム視聴履歴の局所的な時系

列性と中長期に渡る視聴系列について着目する．番組
の局所的な時系列性とは，リアルタイムで視聴した番
組とその近くで視聴した番組との関連性のことであり，
番組を特徴付けるものと考えられる．一方，月や年など
の中長期的な時間幅におけるユーザーの視聴系列に関
しては，ライフスタイルや趣味嗜好などの深層的な要因
により，個人それぞれの時系列的な視聴パターンが顕在
化し，ユーザーの特徴が表現されていると考えられる．

2.2 タイムシフト視聴とユーザー嗜好の関連性
前述のリアルタイム視聴履歴はユーザーの趣味嗜好

を含んだ大量のデータである．しかし，ユーザーの内
的・外的要因と思われる理由によって起こるザッピン
グや視聴停止などにより，ノイズデータとすべきデー
タが多いことも確認できた．一方，タイムシフトで視
聴する番組は，ユーザーが興味関心をもつ番組のみを
録画・視聴するため，相対的に数量は少ないが，ノイ
ズが少ないデータと考えられる．したがって，リアル
タイム視聴履歴とは別に，タイムシフト視聴履歴を活
用することで，分析精度の向上が期待できる．
表 1はリアルタイム視聴とタイムシフト視聴におけ

るカテゴリ別視聴割合を表している．ユーザーの嗜好
が表れやすいと考えられるドラマ，アニメ，芸能カテ
ゴリで，タイムシフト視聴内での視聴割合が多くなっ
ている．一方，ながら見が多いと考えられる報道カテ
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表 1 番組カテゴリ別視聴割合

リアルタイム タイムシフト
報道 0.18 0.02

教育 0.34 0.11

音楽 0.02 0.02

ドラマ 0.07 0.34

アニメ 0.02 0.07

映画 0.01 0.04

スポーツ 0.06 0.02

芸能 0.31 0.38

表 2 リアルタイム・タイムシフト視聴時間割合

リアルタイム タイムシフト
視聴時間割合 0.42 0.58

ゴリの視聴割合は，リアルタイム視聴と比べてタイム
シフト視聴では極端に少なくなっている．
表 2はリアルタイム視聴とタイムシフト視聴に対し

て，1 分に満たない視聴時間のデータを削除したうえ
でユーザーが番組を視聴した場合の視聴時間割合（番
組視聴時間/番組放映時間）を集計した平均値である．
タイムシフト視聴時間割合はリアルタイム視聴時間割
合に比べて約 0.16 高いことから，ユーザーはタイム
シフト視聴番組により強い関心をもっていると解釈で
きる．
本研究では，タイムシフト視聴がより正確にユーザー

の嗜好を反映しているという推測に基づき，抽出され
た特徴量の良さを評価すると同時に，特徴量の改善も
行うタイムシフト予測タスクを設計した．

3. 関連研究

本研究の関連研究として，時系列性をもったデータ
に対して低次元空間への埋め込みを応用した研究につ
いて説明する．
自然言語処理における単語の埋め込みとは，単語を

低次元ベクトル空間の元として表現する手法である．
2013年に提案されたWord2Vecによる単語の埋め込み
は単語の局所的な時系列性を考慮しており，大きな成功
を収めている．その後，Word2Vecのアイデアを他の
ドメインに適用し，特徴抽出を行う研究も盛んに行われ
ている．たとえば，Barkan and Noam [8]は，ユーザー
の注文履歴から商品の特徴ベクトルを得る Item2Vec

を提案した．Grbovic and Haibin [9] は，Airbnb の
ユーザーの予約に関する閲覧履歴を利用して，ユーザー
タイプと物件タイプを同じ空間上に埋め込む手法を提
案した．これらの手法は正解ラベルなしのデータから

特徴ベクトルを得ることができ，データの収集，前処理
などのコストが少ないという利点をもつ．しかし，正
解ラベルなしのデータで学習した単語の埋め込みを用
いて実際にダウンストリームのタスクを解くときには，
ファインチューニングが必要となることが多い [10]．
それに対して，正解ラベルを用いた学習による埋め

込みは，ファインチューニングなしでドメインに特化
した特徴ベクトルが得られる．たとえば，Ni et al. [11]

は Taobaoという中国のネットショッピングサービス
の全ユーザーの行動履歴を対して，正解ラベルありマ
ルチタスクによってユーザーと商品の特徴ベクトルの
生成に成功した．それらの特徴ベクトルは Taobao内
部の推薦システムに利用されている．ただし，正解ラ
ベルを用いた学習による埋め込みは，大規模なラベル
付き教師データと長い学習時間が必要になるという問
題が生じる [12]．

4. 提案手法

本研究は，正解ラベルなしデータを用いた学習と正
解ラベルを用いた学習の二種類の埋め込みの利点を融
合し，ユーザーと番組の特徴ベクトルを構築する手法を
提案する．全体の枠組みは次のようなものである．ま
ずWord2Vecによって番組の特徴ベクトル，Doc2Vec

によってユーザーの特徴ベクトルを生成する．次に，
タイムシフト予測タスクを通して，生成した特徴ベク
トルを改善する．このとき，予測器としてニューラル
ネットワークを用いており，よりよい特徴ベクトルを
得るためいくつかの工夫を加えた．
4.1節では特徴ベクトルの生成，4.2節では特徴ベク

トルの改善について説明を行う．
4.1 特徴ベクトルの生成
Word2Vec と Doc2Vec は自然言語処理の分野で近

年さかんに利用されている手法である．Word2Vecは
大量のテキストデータに対し，分布仮説のもと，局所
的な共起関係から単語の特徴抽出を行う．分布仮説と
は，似たような文脈を共有する単語が似ているはずと
いう仮説である．たとえば，「私は＿＿を飲むのが好き
だ．」という文脈では，コーヒー，ビール，梅酒，ウイ
スキーなど飲み物の単語が入りやすい．このような局
所的な共起関係が近い単語は，似た特徴をもっている
と捉える．今回対象とするテレビ番組の視聴系列にお
いても，局所的な視聴番組の共起関係から番組の特徴
が抽出できる可能性がある．たとえば，図 1のような
二つの視聴系列があった場合，ドラマBとドラマDは
似た特徴をもっている可能性が高い．
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図 1 視聴系列の例

図 2 Skip-Gram のイメージ図

このため，各番組を単語，視聴順に記録された各ユー
ザーの視聴系列を文章とみなし，Word2Vecを適用す
ることで番組の特徴抽出を試みた．
Word2Vecには，Skip-Gramと CBOW (Continu-

ous Bag of Words)という二種類の学習アルゴリズム
が存在する．本研究では先行研究 [8, 9] に従い Skip-

Gramを用いた．Skip-Gramでは，たとえば「私はコー
ヒーを飲むのが好きだ」という文において，「コーヒー」
という中心語に対し，文脈語（ここでは前後 2 単語）
となる「私」「は」「を」「飲む」が出現する確率を考え
る．（図 2を参照）．
中心語 wt に対し文脈語 wt+j が出現する確率を

P (wt+j |wt)と表記する．Skip-Gramでは，単語 w ∈
W（W は全語彙の集合）の表現を，特徴ベクトル vw

と補助ベクトル uw で行う．そして，P (wt+j |wt) は
softmax関数を利用し，次のように表せると仮定する．

P(ww+j |wt) =
exp(uT

wt+j
vwt )∑

w∈W exp(uT
wvwt)

(1)

単語の系列 {w1, w2, . . . , wT−1, wT }による学習は，次
のような対数尤度が最大となるような vw,uw (w ∈ W )

を見つけることになる．

max
1

T

T∑

t=1

∑

−m≤j≤m,j �=0

log P (wt+j |wt) (2)

そして得られた vw (w ∈ W )を各単語の特徴ベクトル
とする．本研究では，全ユーザーのリアルタイム視聴
系列を使ってWord2Vecで学習させることにより，番
組ごとの特徴ベクトルを得ている．
一方，中長期にわたるリアルタイムの視聴系列はユー

ザーの嗜好趣味に強く依存している．よって，そこか
ら時系列性をもつ視聴パターンを利用し，ユーザーの
趣味嗜好を反映した特徴量の抽出が可能であると期待
できる．そこで，Doc2Vec を利用したユーザーの特
徴抽出が考えられる．Doc2Vec はWord2Vecを文章
単位に拡張したモデルであり，可変長の文章を入力し

図 3 タイムシフト視聴予測のスキーム

固定長の文章特徴ベクトルを生成することができる．
PV-DM (Distributed Memory Model of Paragraph

Vectors)，PV-DBOW (Distributed Bag of Words

version of Paragraph Vector)という二種類の学習ア
ルゴリズムが存在するが，本研究では内部の文脈構造情
報を捉えつつ，文章の意味ベクトルを生成できるPV-

DM を利用する [2]．PV-DM は Word2Vec と違い，
文章の ID と前の文脈を利用して，次に来る単語を予
測するというタスクを解く．このため，文章内部の単
語間の関係を考慮でき，長期的な時系列情報を取り入
れられる．学習終了後，文章の ID に対応するベクト
ルを文章の特徴ベクトルとして用いる．Word2Vec適
用時と同様に，各番組を単語，各ユーザーの視聴系列
を文章とみなし，Doc2Vecを適用することによって，
各ユーザーに対する特徴ベクトルを得ることができる．

4.2 特徴ベクトルの改善
本節では，Word2Vec と Doc2Vec によって生成し

た特徴ベクトルを正解ラベルを用いた学習であるタイ
ムシフト予測タスクによって改善する手法を説明する．
タイムシフト予測タスクとは，［ユーザー X，ユー

ザー X のリアルタイム視聴系列，ユーザー X のタイ
ムシフト視聴系列，番組 Y］を入力とし，ユーザー X

がターゲット番組Yをタイムシフトで視聴するかどう
かを予測するタスクである．予測器としてニューラル
ネットワークを用いた．
今回使用するニューラルネットワークのスキームを

図 3 で示した．埋め込み層では，入力したユーザー，
リアルタイム視聴系列の各番組，タイムシフト視聴系
列の各番組，ターゲット番組を，対応した特徴ベクトル
に変換する．このとき，再学習と属性情報の埋め込み
を行う．次の特徴抽出層では，注意機構を用いて，リア
ルタイム視聴系列の特徴ベクトルをまとめたリアルタ
イム特徴ベクトル，タイムシフト視聴系列の特徴ベク
トルをまとめたタイムシフト特徴ベクトルを生成する．
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表 3 属性情報

属性情報
ユーザー 世帯主・主婦コード，性別，

未既婚，年齢，職業コード
番組 局コード，曜日コード，大分類コード，

中分類コード，分類コード，放送形式　

最後の予測層では，ユーザーの特徴ベクトル，リアルタ
イム特徴ベクトル，タイムシフト特徴ベクトル，ター
ゲット番組の特徴ベクトルを使い，3層の全結合ニュー
ラルネットワークにより，ユーザー Xがターゲット番
組 Yを視聴する確率を出力する（学習時間を考慮して
再帰型ニューラルネットワークは使用しない）．
タイムシフト予測タスクの学習終了後に，埋め込み

層に保存されている重みをユーザー特徴ベクトルと番
組特徴ベクトルとする．
埋め込み層での「再学習」と「属性情報の追加」，特

徴抽出層での「注意機構の導入」について，順に説明
を行う．

4.2.1 再学習
2.2節で述べたように，タイムシフトで視聴された番

組はユーザーの嗜好を強く反映していると考えられる．
よって，タイムシフト視聴を正確に予測できる特徴ベ
クトルは，ユーザーの嗜好を反映した良質な特徴ベク
トルである可能性が高い．その性質を利用して，特徴
ベクトルの改善を行う．
まずニューラルネットワークの埋め込み層の初期値

として，Word2VecとDoc2Vecによる学習で得られた
特徴ベクトルを代入する．そして，タイムシフト予測タ
スクを通じて学習させることにより，誤差逆伝播によっ
て勾配情報が最初の埋め込み層まで遡り，ユーザーと番
組の特徴ベクトルを修正することができる．これを再
学習と呼ぶ．Bidirectional Encoder Representations

from Transformers（以下 BERT）[13] などの正解ラ
ベルがないデータから学習を行う手法では，特定のタ
スクを精度よく解くためにファインチューニングを行
うが，本研究ではタイムシフト予測タスクを通して，よ
り良質の特徴ベクトルを得るところが新しい．

4.2.2 属性情報の追加
提供データの中で，ユーザーと番組の属性情報に関

連する項目を表 3にまとめた．
これらの属性情報はユーザーと番組の特徴を含むた

め，視聴履歴とは別種の特徴が抽出可能であると考え
られる．よって，これらの属性情報に対し，ユーザー
や番組の埋め込みと同様にして低次元空間への埋め込

図 4 機械翻訳における注意機構のイメージ図．線の太さは
関連度を表す．

みを行った．埋め込みを行う際，まずユーザーと番組
の属性情報をダミー変数またはカテゴリ変数で表して
One-hotのベクトルに変換し，ニューラルネットワー
クの埋め込み層により埋め込みを行った．その結果得
られた特徴ベクトルは，埋め込み層において視聴系列
から生成した特徴ベクトルと連結させ，最終的なユー
ザーと番組の特徴ベクトルとした．

4.2.3 注意機構の導入
ここでは，特徴抽出層で行うリアルタイム特徴ベ

クトルとタイムシフト特徴ベクトルの作成法につ
いて説明する．まず，あるユーザーのリアルタイム
視聴系列 {x1, x2, . . . , xn} について考える．埋め込
み層によって，各番組に対応した特徴ベクトル系列
{v1,v2, . . . ,vn} が得られる．この可変長な特徴ベク
トル系列から，予測層（全結合）の入力となる固定長
の特徴ベクトルを作成する必要がある．最もシンプル
な方法として，下記のように特徴ベクトル系列の平均
を取ることが考えられる．

ṽ =
1

n

n∑

i=1

vi (3)

しかし，この手法では視聴系列中の番組を均等に扱っ
ている．実際は，番組によってターゲット番組との関
連性は異なる．したがって，特徴ベクトル系列の平均
を取るという方針は重要な情報を減少させている可能
性がある．
そこで，われわれが取り上げたのは，近年機械翻訳

分野で注目を浴びている注意機構 [3]という手法であ
る．注意機構とは，図 4のように入力系列の各単語に
対してアテンション重みを計算し，重要な単語を自動
的に抽出できる仕組みである．
本研究では，いくつか提案されている注意機構の中

でも，グローバルソースターゲット型注意機構 [3]を使
用する．この注意機構を機械翻訳で使われる Encoder-

Decoder構造を例として説明する．Encoder-Decoder
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図 5 注意機構を用いて，リアルタイム視聴系列から系列特
徴量を生成するイメージ図．線の太さは番組の重みを
表す．

構造は，まず Encoderによって入力文の単語を逐次解
析する．次に，Decoderは Encoderから得られた各単
語の情報を用いて，出力文の単語を逐次生成する [14]．
Encoder における各時刻の隠れ状態の系列（可変長）
を H = {h1,h2, . . . ,hn}としよう．Decoderのある
時刻の隠れ状態 ht を用いて，Encoder のどの時刻を
どれぐらい注目するかを決める重み αtを計算する．た
とえば，時刻 sにおける重み αt(s)は，softmax関数
を使い下記のように計算する．

αt(s) =
exp

(
score

(
ht,hs

))
∑n

i=1 exp
(
score

(
ht,hi

)) (4)

ここで，score(·) は，二つのベクトル間の関連性を評
価する関数であり，大きい方がより関連していること
を意味する．なお，計算効率のため，スコア関数とし
て内積を使用することが多い．すると，Encoderの隠
れ状態の系列H に対して，加重平均 ct を計算するこ
とができる．

ct =

n∑

s=1

αt(s)hs (5)

この機構により，ht と H の各要素の関連性を自動的
に組み込むことが可能となる．
本研究では，このアイデアを流用することにより，

ユーザーのリアルタイム視聴系列に対し，ターゲット
番組との関連性を自動的に組み入れたリアルタイム特
徴量を作る（図 5のイメージ）．
具体的には，特徴ベクトル系列V = {v1,v2, . . . ,vn}

とターゲット番組の特徴ベクトル q に対して，各 s ∈
{1, . . . , n}に対応する重みを以下のように与える．

αq(s) =
exp(qTvs)∑n
i=1 exp(q

Tvi)
(6)

そして，下記のような加重平均によってリアルタイム
特徴ベクトルを作成する．

ṽ =

n∑

s=1

αq(s)vs (7)

同様の手順によって，タイムシフトの特徴ベクトル
系列から，ターゲット番組との関連性を組み入れたタ
イムシフト特徴ベクトルも作成することができる．ま
た，ターゲット番組との関連性ではなく，ユーザーとの
関連性を考慮してリアルタイム特徴ベクトルとタイム
シフト特徴ベクトルを作成できる可能性がある．よっ
て，特徴抽出層では 4本の特徴ベクトル（ターゲット
番組とユーザーそれぞれに関連したリアルタイム特徴
ベクトルとタイムシフト特徴ベクトル（計 4本））を計
算し，予測層に送っている．

5. 実データを用いた検証

ここでは，まず 4.1 節で説明した Word2Vec と
Doc2Vec による特徴量生成の有効性を検証する．次
に 4.2 節で説明したニューラルネットによる再学習，
属性情報の追加，注意機構の導入に関する特徴量改善
の効果を測定する．

5.1 実験データ
平成 30年度データ解析コンペティションで貸与され

た VR-CUBIC提供データのリアルタイム・タイムシ
フト視聴履歴およびユーザー・番組の属性情報を用い
て検証を行う．実験では，2017年 4月 3日～2017年
12月 31日を訓練期間，2018年 1月 1日～2018年 2月
28日を検証期間とした．ユーザーは，訓練期間・検証
期間共に視聴履歴が残っている 6,756世帯を対象とし
た．リアルタイム視聴履歴は，ザッピングなどのノイ
ズを低減するため，視聴時間割合が各ユーザー各番組
で 2割以上のデータのみを使用し，タイムシフト視聴
履歴については，すべてのデータを使用した．

5.2 タイムシフト予測タスク
2.2 節で述べたように，タイムシフト視聴履歴はリ

アルタイム視聴履歴よりも正確にユーザーの嗜好を反
映していると考えられる．よって，タイムシフトの視
聴予測の精度によって，生成した特徴量の有効性を測
ることにする．
タイムシフト予測タスクの実験設定について説明す

る．まず訓練データと検証データの視聴履歴をユー
ザーごとに 2 週間ずつ分割する．次に，分割された
データについて，1週間目のタイムシフト視聴番組お
よび 1・2週間目のリアルタイム視聴番組を予測に用い
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表 4 Word2Vec・Doc2Vec の有効性の検証

正答率 適合率 再現率 F 値
PLSA 0.61 0.46 0.87 0.60

NMF 0.63 0.47 0.83 0.60

W1 0.78 0.63 0.84 0.72

D2 0.65 0.48 0.83 0.61

W・D3 0.81 0.68 0.83 0.74

1 Word2Vec のみで番組のベクトルを学習
2 Doc2Vec から学習した番組とユーザーのベク
トルを利用

3 Word2Vec から番組ベクトル，Doc2Vecから
ユーザーベクトルを利用

るデータとし，2週間目のタイムシフト視聴番組を予
測対象とする．ここで，予測対象には実際にタイムシ
フトで視聴された番組のみが含まれているため，2 週
間目に放送されており，2週間目のタイムシフト視聴
番組に含まれていない番組を負例としてサンプリン
グし，正例：負例 = 1 : 2 になるまで予測対象に加
えた．

5.3 Word2Vec・Doc2Vecの有効性
代表的な特徴抽出法であるNMF，PLSAを比較手法

とし，Word2Vec・Doc2Vecによる特徴ベクトル生成
の有効性を検証する．Word2Vec・Doc2Vec，NMF，
PLSAを学習期間のリアルタイム視聴履歴に適用し，そ
れぞれの手法について 20 次元のユーザー特徴ベクトル
と 20 次元の番組特徴ベクトルを生成した．次元数やパ
ラメーターは複数試したが，事前実験でタイムシフト予
測タスクの精度が良かったものを用いた．Word2Vec・
Doc2Vecの学習パラメーターは，エポック数を 3，ウィ
ンドウサイズを 5，ネガティブサンプル数を 10として
いる．
NMF と PLSA はユーザーごとの視聴番組行列を

用いて，番組とユーザーの特徴ベクトルを計算する手
法である．まず学習期間のリアルタイム視聴履歴から
ユーザーごとに各番組の視聴回数をカウントすること
でユーザー数×番組数のサイズとなる行列を作成した．
次に，ニュースなどの放送回数が多い番組の影響力を
減らしてユーザーごとに特徴的な番組を強調するため，
tf-idf1に変換して視聴番組行列を作成している [15]．
よって，視聴履歴の時系列性は考慮されていないこと
に注意する．
この実験では，予測器として単純な 3 層の全結合

ニューラルネットを使用した（4.2節で述べた再学習・
属性情報追加・注意機構は導入していない）．リアルタ

1 tf-idfはTerm Frequency（単語出現頻度）と Inverse Doc-
ument Frequency（逆文書頻度）の積である．

表 5 特徴ベクトル改善手法の検証

再 1 属 2 注 3 正答率 適合率 再現率 F 値
0.81 0.68 0.83 0.74

○ 0.82 0.70 0.80 0.75

○ 0.82 0.69 0.85 0.76

○ 0.85 0.75 0.85 0.80

○ ○ 0.85 0.73 0.86 0.79

○ ○ 0.88 0.78 0.88 0.83

○ ○ 0.91 0.83 0.90 0.87

○ ○ ○ 0.92 0.85 0.93 0.89

1再学習．2 属性情報．3 注意機構

イム特徴ベクトルとタイムシフト特徴ベクトルは，そ
れぞれ特徴ベクトル系列の平均としている．出力層に
はシグモイド関数を使用し，検証時の予測視聴確率の
閾値は 0.5とした．誤差関数はクロスエントロピー誤
差を使用した．
以上の設定で，検証期間に対するタイムシフト視聴予

測の結果が表 4である．Word2Vec・Doc2Vecは正答
率，適合率，F値が比較手法と比べて最も高く，F値に
ついては比較手法が 0.6であるのに対して，0.74と大
きく上回っている．この結果は，Word2Vec・Doc2Vec

による時系列性を考慮した特徴量の生成が有効である
ことを示している．

5.4 特徴ベクトルの改善の効果
再学習，属性情報追加，注意機構の導入という三つ

の特徴ベクトルの改善手法について，それらの有効性
を検証する．5.3 節と同様に，検証はタイムシフト予
測タスクにより行う．ユーザーと番組の属性情報を追
加する場合，それぞれ 10 次元のベクトルに埋め込ん
でいる．特徴抽出層で利用する際は，視聴系列から生
成した 20次元のベクトルと連結させ 30次元の特徴ベ
クトルとしている．
三つの改善手法をそれぞれ導入し，検証期間でタイ

ムシフト視聴予測を行った結果が表 5 である．但し，
再学習なしの場合，Word2Vec と Doc2Vec で得られ
た特徴ベクトルを改善させることはできない．した
がって，表 5 の数値は参考値として載せている．再
学習のみを導入するだけでは余り効果がなく，属性情
報や注意機構と併用することで改善効果が出ること
が見てとれる．また，すべての改善手法を導入した場
合，正答率，適合率，再現率，F値のすべての評価指
標で最も高い．特に F 値についてはベースラインが
0.74 であるのに対して 0.89 まで改善されており，す
べての改善手法を組み込んだ提案手法の有効性が確認
できる．
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表 6 ユーザー特徴量のクラスタリング

世帯数 特徴
1 746 流行ドラマを好む，中・高校生が多い
2 537 教育テレビ・アニメを好む，子育て世帯
3 726 夜の報道番組を好む
4 591 フジテレビを好む
5 829 NHK 総合と報道番組を好む
6 680 局ジャンルに偏りない，高年層
7 557 視聴時間が長い
8 2084 視聴時間短い

6. 特徴量の活用

本節では，ユーザー特徴ベクトルに対するクラスタ
リングや番組特徴ベクトルに対する類似度分析によっ
て，ユーザーの嗜好や番組の視聴傾向を適切に反映し
た有用な特徴量が得られていることを確認する．また，
これらの分析を踏まえて，提案手法のテレビ番組制作・
CM戦略やテレビ番組推薦への応用可能性について考
察する．6 節で用いる番組とユーザー特徴ベクトルと
は，5.4節のすべての改善手法（再学習，属性情報，注
意機構）を用いた場合と同様の設定で学習を行い，モ
デルの埋め込み層の重みとして保存されている各ユー
ザーと番組に対応するユーザー特徴ベクトルと番組特
徴ベクトルを用いている．

6.1 ユーザー特徴ベクトルのクラスタリング
ユーザーの特徴ベクトルを使い，K-means法でユー

ザー 6,750世帯を 8個のクラスタに分割した．クラス
タ数は意味解釈の納得性から探索的に 8個に決定した．
そして，世帯情報，アンケートデータ，視聴履歴を用
いて，各クラスタの該当世帯数，特徴についてまとめ
たものが表 6である．視聴局や視聴ジャンルなどの視
聴傾向を含む多面的なユーザー特性情報に基づいてク
ラスタリングできていることが確認できる．
クラスタリングの応用について考察する．現状のテ

レビ番組制作・CM戦略におけるユーザーのセグメン
テーションには性別および年齢（F1，M1など）とい
う限定的なユーザー属性が用いられることが多い．し
かし，提案手法によるクラスタリングによって，視聴
傾向を含む多面的なユーザー特性情報を活用できる可
能性がある．
一例として，日本テレビの朝のニュース番組 ZIP!を

用いて，性別および年齢による層別と提案手法による
層別の違いを説明する．ZIP!に対する，性別および年
齢による層別割合を表したものが表 7，提案手法によ
る層別割合を表したものが表 8である．

表 7 ZIP!視聴者の性別/年齢による層別割合（％）

F11 F22 F33 M14 M25 M36 T7

15 16 16 13 12 9 19

1女性 20 歳～34 歳 2 女性 35 歳～49 歳
3女性 50 歳～ 4 男性 20 歳～34 歳
5男性 35 歳～49 歳 6 男性 50 歳～
7男女 13 歳～19 歳

表 8 ZIP!視聴者の提案手法による層別割合（％）

1 2 6 7 その他 (3, 4, 5, 8)

57 14 8 7 14

表 9 相棒（刑事ドラマ）の類似番組

類似番組 ジャンル 類似度
ドクター X1 医療ドラマ 0.957

臨場 刑事ドラマ 0.927

スーパー J チャンネル 報道 0.912

おかしな刑事 2 刑事ドラマ 0.901

1 ドクター X 外科医大門未知子
2 おかしな刑事・居眠り刑事とエリート警視の父
娘捜査

性別および年齢による層別割合では，どちらかとい
えば女性と若者がメインの視聴者であることがわかる
が，提案手法による層別割合ではクラスタ 1，クラス
タ 2がメインであり，若く流行に敏感な視聴者や子育
て世帯が多いと解釈できる．したがって，提案手法を
用いると，子供に人気のタレントの起用や流行商品の
CMの放送などのテレビ番組制作・CM戦略が有効で
あるという示唆が得られる．さらに，テレビ番組制作
を行う際の戦略として，既存の年齢と性別による区分
だけではなく，提案手法によるクラスタリングを考慮
して番組のターゲティングを行うことで，新規の視聴
者獲得や番組内容向上につながる可能性がある．たと
えば，若者向けで感度の高い層に向けて番組を作成す
る際に，クラスタ 1（流行ドラマを好む，中・高校生
が多い）の視聴率が高い番組を参考とすることが考え
られる．

6.2 番組特徴ベクトルの類似度分析
刑事ドラマである「相棒」の特徴ベクトルに対し，番

組間の Cosine 類似度を計算し，類似度が上位となっ
た 4番組をまとめたものが表 9である．刑事ドラマで
ある「相棒」の類似番組として，同ジャンルの刑事ド
ラマが多いが，医療ドラマ・報道番組も現れる．した
がって，提案手法により生成された番組特徴ベクトル
は，ジャンルに収まらないユーザーの視聴傾向に基づ
く多面的な番組の類似性を含んでいるといえる．この
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類似度が高い番組のユーザー層は一致する可能性が高
い．番組特徴量の類似度分析について二つの応用を挙
げたい．一つ目の応用は，番組配信サービスにおいて，
類似度を新たな番組推薦の基準とすることで，ジャン
ルや人気ではなく，各ユーザーの視聴傾向を考慮して
推薦を行うことである．協調フィルタリングや教師あ
り学習で視聴確率を予測し，その確率が高い番組を推
薦する方法では推薦されなくても見るような人気番組
が推薦されやすい．提案手法を用いて，ユーザーが好
む番組と類似度が高い番組，またはあるユーザーの類
似ユーザーが好む番組を推薦することで，推薦されな
ければ見ないような番組を推薦できる可能性がある．
二つ目の応用は，CM広告主が類似度を CM投入の選
択指標とし，類似番組に連続的に CMを投入するとこ
とで，効率的に CM認知率の向上を図ることである．

7. 終わりに

本研究はテレビ視聴データに対し，ユーザーと番組
の特徴を抽出するための手法を提案した．
提案手法は，自然言語処理分野のテクニックを利用

することにより，データの時系列性を考慮した分析と
なっている．また，正解ラベルなしデータを用いた学
習の結果を正解ラベルを用いた学習で再学習させるこ
とにより，精度の高さと学習時間の少なさを両立させ
ているところに特徴がある．
商品の購買履歴や，Webサイトの閲覧履歴など，時

系列性をもった大規模データは多い．たとえば，ECサ
イトについて，ユーザーの閲覧データをリアルタイム，
購買データはタイムシフトとみなすことで，提案手法
が適用可能である．このようなデータにも適用し，そ
の性能を調査することは今後の課題としたい．
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