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確率的勾配降下法はニューラルネットワークの最適化手法として古くより利用されてきた．その有用性を説明
するためには非凸最適化問題に対する大域的収束性の証明という困難な問題に踏み込む必要があるが，近年の研
究により特定条件下において理解が進みつつある．本稿ではニューラルタンジェントカーネルおよび平均場理論
に基づく勾配降下法の収束理論を概説する．
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1. はじめに

深層ニューラルネットワークがさまざまな分野で成功
を収めているが，その優れた性能を理論的に裏付けるた
めには次の問題を解決する必要がある．(I) 非凸最適化
問題であるニューラルネットワーク学習に対する最適化
手法の大域的収束性（大域的最適解への収束性），(II)過
剰なパラメータ数を備える高次元ニューラルネットワー
クの汎化誤差保証（未知データへの適合性の保証）．深層
学習のパフォーマンスが最適化手法に大いに依存してい
ることから，これらの問題は別々に扱うのではなく最適
化の観点から統一的に議論する必要があると考えられて
いる．そのためには非凸最適化問題の大域的収束性の証
明という困難な課題に向き合う必要があるが，高次元二
層ニューラルネットワークの勾配降下法に対しては特定
の条件下で部分的に解決されはじめている．証明の鍵は
高次元性のもと二層ニューラルネットワークの学習ダイ
ナミクスをニューラルタンジェントカーネル [1]あるい
は平均場理論 [2]に基づき解析することである．本稿で
はこれらの理論に関する最近の進展 [3–8]を紹介する．

2. 機械学習と最適化

機械学習の目標は入出力空間上の未知のデータ分布
に適合する真の入出力関係を獲得することである．こ
の目標は期待損失最小化問題の求解により実行され
る．一般に探索空間はパラメータを備えた数理モデル
{gw : Rd → R | w ∈ R

p}で表現する．ここで w ∈ R
p

はパラメータ，ユークリッド空間 R
d は入力空間に対

応する．期待損失最小化問題は次のように定義される．
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min
w∈Rp

{
L(w) def

= E(X,Y )[�(gw(X), Y )]
}
. (1)

ここで (X,Y )は入力データとその出力を表す確率変数
であり未知のデータ分布 ρに従う．�は gw(x)と yの適
合度を示す損失関数（小さいほど適合）である．本稿では
損失関数 �(z, y)は zについて可微分とする．損失関数
の代表例として二乗損失 �(gw(x), y) =

1
2
(gw(x)− y)2

(y ∈ R)やロジスティック損失 �(gw(x), y) = log(1 +

exp(−ygw(x))) (y ∈ {−1, 1})などがあり，それぞれ
実数値を予測する回帰問題，バイナリ値を予測する識
別問題で用いられる．この問題の目的関数 Lは期待損
失関数，そしてそれを最小化する可測関数 gρはベイズ
規則とよばれる．ベイズ規則の獲得が機械学習の目標
となるが，数理モデルがこのベイズ規則を含まない場
合はその誤差（近似誤差）も機械学習の理論では考慮
する必要がある．しかしながら本稿の目的は機械学習
の最適化の解説であるため近似誤差の解析には踏み込
まないことにする．
一般には (X,Y )のデータ分布 ρ は未知なので実際

には独立に得られる有限個のサンプル（訓練データ）
{(xi, yi)}ni=1を手掛かりに期待損失最小化を試みる，こ
の過程を学習という．代表的なアプローチとしては経
験損失最小化問題がある．経験損失最小化問題では期
待損失関数をサンプル平均で近似した経験損失関数の
最適化を行う．ただし訓練データに対してモデルの表
現力が高い場合は未知データに適合しない過学習とい
う問題が起こり得る．このような問題を避けるため経
験損失関数に正則化項 h(w)を加えることもある．こ
の場合は特に正則化付き経験損失最小化問題とよばれ
次のように定義される．

min
w∈Rp

{
Ln(w)

def
=

1

n

n∑
i=1

�(gw(xi), yi) + h(w)

}
. (2)
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正則化の代表例として L1正則化 h(w) = λ‖w‖1や L2

正則化 h(w) = λ
2
‖w‖22 がある．正則化付き経験損失

最小化問題の解の期待損失関数値の性質については文
献 [9–12]などを参照のこと．
経験損失最小化問題を解くための最も単純な方法は

勾配降下法の適用である．すなわち，w(1) ∈ R
p を初

期点として以下の方法でパラメータを逐次更新する．

w(t+1) = w(t) − ηt∇Ln(w
(t)). (3)

ここで ηt > 0 はステップサイズである．勾配降下法
は最適化アルゴリズムによって得られるパラメータの
性質を調べるために機械学習では現在においても非常
に重要な研究対象であるが，計算コストの観点から大
規模機械学習問題において使用されることはあまりな
い．実際，勾配∇Ln(w)の評価時に全サンプルについ
ての計算コスト O(n)が発生してしまうという問題が
ある．そこで，勾配降下法を確率化することでこの問
題を解消した確率的勾配降下法あるいはその派生手法
が大規模機械学習では有効である．確率的勾配降下法
は Robbins and Monro [13] により 1951 年に提案さ
れた．勾配降下法では反復点の更新時に勾配の評価を
必要とするが，確率的勾配降下法では勾配に観測ノイズ
が加わる場合を想定する．ここでは次の問題を考える．

min
w∈Rp

{
f(w)

def
= E[g(w, ζ)]

}
. (4)

gはR
p+m上の可微分な実数値関数，ζ はR

mに値を取
る確率変数，Eは ζ の従う確率分布による積分である．
次に，この最適化問題 (4)に対する確率的勾配降下法
を説明する．確率変数 ζ の分布を期待損失を定義する
未知のデータ分布，あるいは経験損失を定義するサン
プルによる経験分布にすることで期待損失最小化問題
(1)と経験損失最小化問題 (2)のいずれもこの定式化に
含まれており，確率的勾配降下法はどちらの問題にも
適用可能であることに注意しておく．ここで {ζt}∞t=1

は確率変数 ζ と同じ分布に従う独立な確率変数の列と
する．このとき確率的勾配降下法の更新式は次で定義
される．

w(t+1) = w(t) − ηt∂wg(w
(t), ζt).

確率変数 ∂wg(w
(t), ζt)は確率的勾配とよばれ，w(t)に

おいて Eζt [∂wg(w
(t), ζt)] = ∇f(w(t))を満たす．すな

わち確率的勾配は勾配の不偏推定量に他ならず平均的
な目的関数の減少が期待される．
確率的勾配降下法が収束するためには確率的勾配のノ

イズの影響を打ち消すためにステップサイズ ηtを適切

に減少させる必要がある．Robbins and Monro [13]で
は ηt = O(1/t)のもと収束性が証明された．たとえば
g(w, ζ)に wについての強凸性とリプシッツ平滑性を，
確率的勾配 ∂wg(w, ζ) の分散に有界性を課した場合，
E[f(w(t+1))− f∗] = O(1/t)という収束性が示される
[14]．ここで f∗ は目的関数の下限 f∗ = infw∈Rp f(w)

であり期待値は ζ1, ζ2, . . . , ζt について計算される．そ
の後，反復点列の平均をとる Polyak 平均化法を適用
すると，より大きなステップサイズで安定的に収束す
ることも示されている [15]．
この設定のもと，経験損失最小化 (2)を例に確率的勾

配降下法と勾配降下法の計算量を比較してみよう．こ
こでは与えられた ε > 0に対し E[f(w(t+1))− f∗] ≤ ε

を達成するために必要な微分 ∂wg(w, ζ)の計算回数1で
両手法を評価する．確率的勾配降下法ではパラメータ
の更新に 1サンプルしか用いないため，反復ごとの計算
コストがO(1)であることに注意すると，ε誤差の達成
に必要な計算量はO(1/ε)となる．一方，勾配降下法は
線形収束するものの反復ごとの計算コストは O(n)であ
るため ε誤差の達成に必要な計算量はO(n log(1/ε))と
なる．このように勾配降下法の確率化によりパラメー
タの更新回数についての収束性は線形収束から上記で
説明したような劣線形収束へと劣化するが，ε 誤差の
達成に必要な計算量は勾配降下法の場合と異なりサン
プルデータ数 nに非依存になることがわかる．これは
大規模機械学習問題に対して確率的勾配降下法がより
圧倒的に高速になることを意味し，確率的勾配降下法
が機械学習で重宝される理由である．しかしながら理
論解析においては勾配降下法もいまだ重要な研究対象
であることに注意されたい．

3. ニューラルネットワークの学習

ニューラルネットワークとは機械学習モデルの一つ
であり，畳み込みニューラルネットワークなどに代表さ
れる派生モデルは画像認識，音声認識，自然言語処理の
分野で非常に高い性能を発揮している．そして対応す
る経験損失および期待損失最小化問題は非凸最適化問
題であるにもかかわらず多くの場合で大域的収束2する
ことが経験的に知られている．一般に非凸最適化問題
に対する大域的収束性の証明は困難であるが，ニューラ
ルネットワークに対しては特定条件下でその性質が明

1 勾配あるいは確率的勾配でパラメータを更新する一次最適
化手法の比較においては公平な計算量である．
2 数理最適化の文脈とは異なり機械学習では大域的収束性は
最適値への収束性を意味することに注意されたい．
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らかにされつつある．簡単のため，ここでは次の二層
ニューラルネットワークを考える．ar ∈ R, br ∈ R

d,

M ∈ Nとして，

gw(x) =

M∑
r=1

arσ(b
�
r x) .

ここで，σ : R → R はシグモイド関数 σ(v) =

1/(1 + exp(−v)), ReLU 関数 σ(v) = max{0, v} な
どの活性化関数でM は中間ノード数，ar, br はそれぞ
れ出力層，入力層のパラメータである．活性化関数に
よって gw は一般に非線形関数となる．また中間ノー
ド数 M が増加するにつれて gw が表せる関数系も増
大していく．このように二層ニューラルネットワーク
gw が定める関数系は活性化関数 σ の種類と中間ノー
ド数M に依存するため，機械学習を実行する際には，
最適化後の期待損失を推定する手続き（交差検証など）
を用いて適当な σ とM を選択する．以降，本稿では
入力層パラメータ w = {br}Mr=1 の（確率的）勾配降下
法による最適化に注目する．活性化関数の非線形性か
ら，この場合でも学習は非凸最適化問題に帰着される．
出力層は ar = O(1/M) あるいは ar = O(1/

√
M)と

いうスケールで初期化する．この初期化法に応じて勾
配降下法の収束解析は平均場理論 [2, 4]とニューラル
タンジェントカーネル理論 [1]に分岐する．

3.1 ニューラルタンジェントカーネル
二乗損失 �(z, y) = 1

2
(z− y)2 を用いた回帰問題を対

象にニューラルタンジェントカーネルの概要を説明す
る．最適化問題は訓練データ {(xi, yi)}ni=1 が定める経
験損失最小化問題 (2)を考える．正則化項はないもの，
すなわち h ≡ 0とする．説明の簡略化のため活性化関
数は十分に滑らかとする．このとき，固定ステップサ
イズ η > 0が十分小さければ，目的関数の滑らかさか
ら勾配降下法 w(t+1) = w(t) − η∇Ln(w

(t))によって
目的関数は勾配ノルムの二乗とステップサイズの積の
分減少する．

Ln(w
(t+1)) ≤ Ln(w

(t))− η

2
‖∇Ln(w

(t))‖22 .

この減少量を評価するためにニューラルタンジェント
カーネルを導入する．ニューラルタンジェントカーネル
は次で定義されるデータ空間上のカーネル関数である．

kw(x, x
′) = ∇wgw(x)

�∇wgw(x
′) . (5)

訓練データ {xi}ni=1 上のグラム行列を Kw =

(kw(xi, xj))
n
i,j=1 とおく．ここで関数 gw 自身を変数

とみたときの関数勾配を

∇gLn(gw) =
(
∂z�(z, yi)|z=gw(xi)

)n
i=1

で定義する．ここでは二乗損失を考えているので関数
勾配は (gw(xi)− yi)

n
i=1 となる．このとき，Kw の最

小固有値を λw とすれば勾配ノルムは次の不等式を満
たす．

‖∇Ln(w
(t))‖22 = n−2∇gLn(gw)

�Kw∇gLn(gw)

≥ 2λwn
−1Ln(w).

ゆえに勾配降下法による経験損失の減少は

Ln(w
(t+1)) ≤

(
1− ηλw(t)

n

)
Ln(w

(t))

となる．Du et al. [5]は適当な条件下でノード数M を
過剰に大きくとると高確率で λw(1) > 0となることと
最適化の過程でKw(t) が初期のグラム行列Kw(1) から
あまり変化せず正定値性が保たれつづけ大域的収束す
ることを証明した．またこの理論はM → ∞のもとで
勾配降下法が kw(1) に付随する再生核ヒルベルト空間
における勾配降下法に漸近するという事実も示してい
る．次の定理はDu et al. [5]による大域的収束性定理
の改良版 [16] である．H1,∞ = limM→∞Kw(1) とお
き，H1,∞ の最小固有値を λ1,∞ とおく．{(xi, yi)}ni=1

を (X,Y ) の n 個のサンプル，‖ · ‖F をフロベニウス
ノルムとする．

定理 1. σはReLU関数として，‖xi‖2 = 1, yi = O(1)

(i ∈ {1, 2, . . . , n}), λ1,∞ > 0 とする．このとき，
M = Ω(n6/λ4

1,∞), η = Θ(1/‖H1,∞‖F ) となるよ
うに設定すると，任意の ε > 0 に対し最急降下法
によって O

( ‖H1,∞‖F
λ1,∞ log(1/ε)

)
反復以内に高確率で

Ln(w
(t)) ≤ εが満たされる．

ここでは二層ニューラルネットワークに対する勾配
降下法に焦点を当てたが，類似の結果は多層ニューラ
ルネットワークに対する確率的勾配降下法の場合でも
成立する．またニューラルタンジェントカーネルの理
論とラデマッハー複雑度の解析を組み合わせて Arora

et al. [3]は以下の期待損失関数の上界を与えた．訓練
データのラベルの列を y1,n = (yi)

n
i=1 とおく．このと

き，パラメータの初期化と訓練データのサンプリングに
関して 1−δ以上の確率で十分大きな反復数 T に対し次
の量は期待損失 L(w(T )) = E(X,Y )[(Y − gw(T )(X))2]

の上界となる．

2020 年 12月号 （11）645



√
2y�1,nH

−1
1,∞y1,n
n

+O

(√
1

n
log

(
n

λ1,∞δ

))
.(6)

ただし，サンプル数 nの増加に伴い H1,∞ の最小固有
値は 0に収束していくためこのバウンドの nについて
の収束率は一般に O(1/

√
n)よりも遅くなることに注

意されたい3．
3.2 平均化確率的勾配降下法による最適収束率
本節では二乗損失の定める期待損失最小化問題に対

する平均化確率的勾配降下法の最適性についての研究
[8] を解説する．Arora et al. [3] の上界で具体的な収
束率を導出できない理由としては n→ ∞のもとグラ
ム行列H1,∞ が退化することと固有ベクトルとラベル
の関係性が特定されていないことにある．実際，カー
ネル法を用いた確率的勾配降下法や正則化付き経験損
失最小化による推定によって，O(1/

√
n) よりも速い

期待損失の収束率 O(n
−2rβ
2rβ+1 )[17]が真の関数とカーネ

ルが定める積分作用素についての仮定のもとで達成さ
れる．ここで，r ∈ [1/2, 1]はベイズ規則の複雑さであ
り，β > 1は再生核ヒルベルト空間の大きさを表す．こ
のことからニューラルタンジェントカーネルの理論と
カーネル法の理論に大きなギャップがあることがわか
る．このような状況の中，二層ニューラルネットワー
クに対する確率的勾配降下法の高速な収束性が適切な
設定のもと文献 [8]で示された．以降も入力層パラメー
タの最適化を考えるが，本節の結果は出力層のパラメー
タも同時に最適化した場合にも自然に拡張される．
次の確率的勾配降下法を考える．

w(t+1) = w(t) − ηt∂w�t(gw(t) )− ηλ(w(t) −w(1)).

ここで �t(g) = �(g(xt), yt)とおいた．データ (xt, yt)

は確率的勾配降下法の各反復において真のデータ分布
からサンプリングされるものとする．これは以下の初
期点周りの正則化付き期待損失に対する確率的勾配降
下法に他ならない．

L(gw) + λ

2
‖w − w(1)‖22.

ここで ‖w − w(1)‖22 =
∑M

r=1 ‖br − b
(1)
r ‖22 である．た

だし予測は T 反復分の平均w(T+1) = 1
T+1

∑T+1
t=1 w

(t)

で行い，収束解析も w(T+1) を対象とする．パラメー
タの初期化は gw(1) ≡ 0 となるように対称的に行
う．すなわち，ノード数M は偶数とし ar = 1/

√
M

3 固有値の 0 への収束性は n → ∞ のもと H1,∞ が L2 空
間上のトレースが有界な積分作用素に収束することから示さ
れる．

(r ∈ {1, 2, . . . ,M/2}), ar = −1/
√
M (r ∈ {M/2 +

1,M/2 + 2, . . . ,M}) とする．入力層パラメータ br

(r ∈ {1, 2, . . . ,M/2}) は台が単位球に含まれる確
率分布 μ0 に従い初期化し br = br+M/2 (r ∈
{1, 2, . . . ,M/2}) とする．M = ∞のもとでのニュー
ラルタンジェントカーネルを次のように定義する．

k∞(x, x′) = x�x′
Eb(1) [σ

′(b(1)�x)σ′(b(1)�x′)].

これは 3.1 節でのニューラルタンジェントカーネル
(5) の M についての極限に該当する．次にグラム行
列の極限に相当する積分作用素を導入する．確率変数
(X,Y )の確率分布を ρ，その X についての周辺分布
を ρX とする．K∞,X

def
= k∞(X, ·)とおく．確率測度

ρX について二乗可積分関数4の成す空間を L2(ρX)と
し，L2(ρX)内の内積 〈·, ·〉L2(ρX ) を次で定義する．関
数 f, g ∈ L2(ρX)に対し，

〈f, g〉L2(ρX )

def
=

(∫
f(X)g(X)dρX

)1/2
.

このとき積分作用素 Σ∞ を以下で定義する．関数 f ∈
L2(ρX)に対して，

Σ∞f
def
=

∫
f(X)K∞,XdρX ∈ L2(ρX).

作用素 Σ∞ は自己共役なコンパクト作用素となる
のでスペクトル表示することができる．すなわち，
Σ∞f =

∑∞
i=0 λi 〈f, φi〉L2(ρX ) φi (f ∈ L2(ρX)) と

表される．ここで {λi, φi}∞i=0 は Σ∞ の L2(ρX)上の
固有値と固有関数であり，固有値は降順に整列してい
るとする．このとき，積分作用素の冪 Σs

∞ (s ∈ R)を
Σs

∞f =
∑∞

i=0 λ
s
i 〈f, φi〉L2(ρX) φi で定義する．

以下，平均化確率的勾配降下法のベイズ規則5gρ(x) =

EY [Y | x]への収束性を示す定理を紹介する．

仮定 1.

・正数 C > 0 が存在し ‖σ′′‖∞ ≤ C, ‖σ′‖∞ ≤ 2,

|σ(u)| ≤ 1 + |u| (∀u ∈ R)を満たす．
・supp(ρX) ⊂ {x ∈ R

d | ‖x‖2 ≤ 1} とし，ラベル
は [−1, 1]に値を取るものとする．

・定数 r ∈ [1/2, 1] が存在し ‖Σ−r
∞ gρ‖L2(ρX) < ∞

を満たす．
・定数 β > 1が存在し λi = Θ(i−β)を満たす．

4 確率測度 ρX について測度 0の集合上でのみ異なる値をと
る関数同士は同一視する．
5 ここでのベイズ規則は二乗損失の期待損失を最小化する可
測関数のことであり gρ(x) = EY [Y | x] と表される．
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2 番目の仮定における supp(ρX) は確率測度 ρX の
台である．ρX が dxについて連続な密度関数 p(x)を
もつ場合には supp(ρX)は {x ∈ R

d | p(x) > 0} の閉
包に他ならない．積分作用素 Σ∞ はカーネル k∞ によ
る平滑化であるため 3 番目の仮定はベイズ規則 gρ に
k∞ による滑らかさを課しているといえる．4 番目の
仮定は k∞ に付随する再生核ヒルベルト空間H∞の大
きさを制御するものである．これらの仮定のもと以下
の収束定理が成立する．

定理 2. 仮定 1のもと平均化確率的勾配降下法を実行
する．正則化係数を λ = T−β/(2rβ+1)，固定ステップ
サイズ η は 4(6 + λ)η ≤ 1を満たすようにとる．この
とき，任意の ε > 0, δ ∈ (0, 1)と ‖Σ∞‖op ≥ λを満た
す T ∈ Z+ に対して正数M0 ∈ Z+ が存在し以下が成
立する．任意のM ≥ M0 に対しパラメータの初期化
について 1− δ 以上の確率で

E
[‖gw(T+1) − gρ‖2L2(ρX)

]
≤ ε + αT

−2rβ
2rβ+1

(
1 + ‖Σ−r

∞ gρ‖2L2(ρX)

)
を満たす．ここで α > 0はハイパーパラメータに非依
存な定数である．

ノード数の下限M0 を大きくとることで定数 εはい
くらでも小さくできるため，この定理から平均化確率
的勾配降下法の収束率は O(T

−2rβ
2rβ+1 ) であることがわ

かる．またこれは再生核ヒルベルト空間上の推定問題
におけるミニマックス最適 [17]な収束率でありこれ以
上改善され得ないものである．確率的勾配降下法の各
反復では真の分布からデータを一つサンプリングする
ので，反復数 T は学習に用いた訓練データ数に他なら
ない．したがって，収束率 O(T

−2rβ
2rβ+1 )における T は

3.1 節における訓練データサイズ nに読み替えること
ができ，Arora et al. [3]で導出された上界 (6)よりも
一般に速いことが確かめられる．
さらに文献 [8] では ReLU を用いた二層ニューラ

ルネットワークのニューラルタンジェントカーネルに
より仮定 1 の 3 番目の条件が満たされる場合にも定
理を拡張している．具体的には特定のパラメータの初
期化分布，入力データ空間 R

d 上のデータ分布に対し
β = 1 + 1

d−1
で 4 番目の条件も成立することを示し，

ReLUを平滑化した活性化関数で定まる二層ニューラ
ルネットワークの学習により収束率 O(T

−2rd
2rd+d−1 ) が

達成されることを証明した．

3.3 ニューラルタンジェントカーネルと識別問題
定理 1 でみたように回帰問題においては n に対し

過剰なノード数 Ω(n6/λ4
1,∞)が大域的収束性に必要で

あったが，識別問題においては必要なノード数が劇的
に減少することが文献 [7] で示された．回帰問題では
ニューラルタンジェントカーネルのグラム行列の正定
値性が大域的収束性の担保のために重要であったが，
識別問題においてはニューラルタンジェントカーネル
の陽的表現∇wgw を通してデータがマージン付きで識
別可能であれば十分である．この後者の条件は前者に
比べて大幅に緩く，少ないノード数M で満たされる．
この事実に基づき文献 [7]は少ないノード数のもと，勾
配降下法w(t+1) = w(t) −η∇wLn(w

(t))の大域的収束
性の証明と期待識別誤差の上界を与えた．本節ではこ
の理論を概説する．
二値の識別問題を考えるのでラベル集合を {−1, 1}

とする．損失関数はロジスティック損失 �(z, y) =

log(1+exp(−yz))（z ∈ R, y ∈ {−1, 1}）とする．ここ
でも二層ニューラルネットワーク gwの入力層パラメー
タの最適化を行う．3.2 節同様にパラメータは対称初期
化を行うが出力層パラメータについては β ∈ [0, 1)に対
し ar = 1/Mβ (r ∈ {1, 2, . . . ,M/2}), ar = −1/Mβ

(r ∈ {M/2 + 1,M/2 + 2, . . . ,M})というスケールで
初期化する．以下，収束定理のための仮定である．

仮定 2.

・supp(ρX) ⊂ {x ∈ X | ‖x‖2 ≤ 1} とする．活
性化関数 σ は C2-級で正数 K1,K2 > 0 が存在し
‖σ′‖∞ ≤ K1, ‖σ′′‖∞ ≤ K2 を満たす．

・入力層パラメータの初期化に用いるR
d 上の確率

分布 μ0 はサブガウシアンとする．すなわち正数
A, b > 0 が存在して Pb(1)∼μ0

[‖b(1)‖2 ≥ t] ≤
A exp(−bt2)を満たす．

・正数 γ > 0 と可測関数 v : R
d → {θ ∈ R

d |
‖θ‖2 ≤ 1}が存在し次が成立する．任意の (x, y) ∈
supp(ρ) ⊂ R

d × {−1, 1}に対して，

y

∫
∂bσ(b

(1)�x)�v(b(1))dμ0(b
(1)) ≥ γ. (7)

非線形写像 x→ ∂bσ(b
(1)�x)は入力データ空間から

無限次元空間への特徴抽出写像でありM = ∞に対応
するニューラルタンジェントカーネルの陽表現に他な
らない．不等式 (7)はこの特徴抽出写像を通じてデー
タがマージン γ > 0のもと完全識別可能であることを
保証するものである．これらの仮定のもと期待識別誤
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差 P(X,Y )∼ρ[Y gw(t) (X) ≤ 0]の収束率が次の定理で示
される．ここで勾配降下法はロジスティック損失の経
験損失最小化問題に適用されるが，識別問題において
より関心があるのは期待識別誤差の収束性であること
に注意されたい．

定理 3. 仮定 2のもと任意の ε > 0に対して以下のい
ずれかの設定6で勾配降下法を T 反復実行する．

(i) β ∈ [0, 1), M = Ω(ε
−1
1−β ), T = Ω(ε−2),

η = Θ(ε−2T−1m2β−1), n = Ω̃(ε−4),

(ii) β = 0, M = Θ̃(ε−3/2), T = Θ̃(ε−1),

η = Θ(m−1), n = Ω̃(ε−2).

このとき，勾配降下法により高確率で T 反復以内に
P(X,Y )∼ρ[Y gw(t) (X) ≤ 0] ≤ εが満たされる．

回帰問題では必要ノード数の nについてのオーダー
は Ω(n6)であったところ，本定理はそれぞれの設定で
ノード数は Ω̃(n1/4)，Ω̃(n3/4) で十分であることを示
している．したがって，現実的なサイズの二層ニュー
ラルネットワークに対して大域的収束性および汎化保
証が与えられたといえる．さらにここで紹介した理論
に基づき ReLU活性化関数の場合では nの対数次数程
度まで中間ノード数を減少可能なことが文献 [6] で示
された．

3.4 平均場理論
本節では二層ニューラルネットワークに対する勾配

降下法の平均場理論 [2, 4] について概要のみ述べる．
ニューラルタンジェントカーネルの場合と異なり出力
層パラメータは ar = 1/M で固定することにする．
すなわち gw(x) = 1

M

∑M
r=1 σ(b

�
r x) とする．このと

き，適当な仮定のもと極限 M → ∞ をとるとモデ
ル gw は gμ(1)(x) = Eb(1)∼μ(1) [σ(b

(1)�x)]に概収束す
る．ここで μ(1) は入力層パラメータを初期化するた
めの確率分布とする．勾配降下法では初期パラメータ
w(1) = {b(1)r }Mr=1を b

(2)
r = b

(1)
r −η∂brLn(w

(1))に更新
するが，この更新を μ(1)に従う粒子群w(1) = {b(1)r }Mr=1

を w(2) = {b(2)r }Mr=1 に変形しているとみなそう．する
と粒子群 w(2) は確率分布 μ(1) からある規則で更新し
得られた確率分布 μ(2) に従っていると解釈できる．し
たがって，勾配降下法は極限M → ∞のもとではパラ
メータ空間上の確率分布の最適化を行っていると考え
られる．以下ではこの観点に基づき確率測度の空間で

6 ランダウ記号 Ω̃，Θ̃ は対数項も含んでいる．

の勾配降下法を導出する．そして実のところそのよう
な確率測度の勾配降下法の粒子を用いた離散化が二層
ニューラルネットワークの勾配降下法に他ならないの
である．
最適化対象の変数はパラメータ空間R

d上の確率測度
μであり，最適化問題はminμ Ln(μ)で表される．確率
測度 μを輸送写像 ψ : supp(μ) → R

dを用いて ψ�μに
更新することを考える．ここで，ψ�μは確率測度の押し
出しである．特に ψは supp(μ)上の滑らかなベクトル
場 ξ : supp(μ) → R

d による摂動 ψ = id+ ξ に限定す
る．このとき，この操作を t反復し得られる確率測度は
μ(t+1) = (id+ξt)�μ

(t) = ((id+ξt)◦· · ·◦(id+ξ1))�μ(1)

という形をとる．最適化手法を構築するにあたり考え
るべきは，各反復においての摂動 ξj の選び方である．
確率測度空間上の勾配降下法の導出を考えると，確率
測度 μ における摂動を Ln((id + ξ)�μ) の ξ について
のフレシェ微分 ∇ξLn((id + ξ)�μ)|ξ=0 とすることは
自然である．この場合，適当な仮定のもとで L2(μ)内
積による以下の等式が成立する．

Ln((id+ ξ)�μ) = Ln(μ)

+ 〈∇ζLn((id+ ζ)�μ)|ζ=0, ξ〉L2(μ)
+O(‖ξ‖2L2(μ)).

これは，摂動についてのテイラーの公式に他ならず，勾配
降下法の導出に有用である．実際，ξ = −∇ζLn((id+

ζ)�μ)|ζ=0 が μにおける降下方向であることが直ちに
従う．したがって，フレシェ微分あるいは，その推定
量を用いた降下法により確率測度についての最適化が
実行される．そして実は二層ニューラルネットワーク
の勾配降下法は μ(t) に従う粒子群 w(t) を輸送により
μ(t+1) に従う粒子群 w(t+1) = (id + ξt)(w

(t)) へと更
新していることに他ならないのである [2]．
このようにパラメータについての勾配降下法を確率

測度の勾配降下法として捉えると損失関数 �(z, y)の z

についての凸性を活用できるようになるのである．この
観点から極限M → ∞における二層ニューラルネット
ワークの確率測度空間での局所的最適解への収束性が文
献 [12]で与えられ，さらに大域的収束性が文献 [4]で与え
られた．また，勾配降下法による確率測度の列 {μ(t)}∞t=1

は確率測度空間におけるワッサースタイン勾配流の離
散化に他ならないことも文献 [2]で示されている．

4. おわりに

ニューラルネットワークの学習は非凸最適化問題に
帰着されるため大域的収束性の証明は困難であったが，
特定の条件下ではニューラルタンジェントカーネルお
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よび平均場理論の登場により解決されつつあることを
概説した．しかしながらニューラルネットワークを深
層にすることの利点の解明はいまだ十分にはなされて
いない．現代の深層学習の大きな成功を説明するには
さらにこれらの理論を深化させる必要があり今後の発
展が期待されるところである．
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