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論文・事例研究

購買推奨確率モデルによるビッグデータの解析
石田　実，西尾　チヅル，佐藤　忠彦

1. はじめに

オンラインショップでは，「類似した消費者が購入
した製品を推奨する」あるいは「併買されやすい製品
を推奨する」という手法をシステム化した推奨（レコ
メンド）システムが，重要な販促ツールとなっている．
分類や判別の統計モデルを事例データに当てはめて推
奨の予測精度を比較するさまざまな実証研究が行われ
ているが [1]，消費者の購買推奨に適した統計モデルは
まだ明らかになっていない．その理由として，推奨シ
ステムで表現すべき消費者の購買行動の特徴が示され
ておらず，データの特徴をモデル化するという観点で
議論できていないという問題がある．購買履歴は実務
マーケティングを高度化するために，その高度活用が
期待されている．ビッグデータ解析は，大規模で鮮度
の高い多様なデータを扱う点で従来のデータ分析とは
異なる [2]．従来のデータ分析では，分析仮説に沿った
データ構造を検討し，計画的にデータを収集し，その
データに基づき解析を進める．一方で，購買履歴のよ
うにログとして得たデータを分析する場合，データの
特徴を捉えて適した統計モデルを利用することが特に
重要である．そこで本研究では，推奨システムで表現
すべき購買行動の特徴を議論するため，個人ごとの製
品別購買予測確率を陽に数式として導出する新たなア
プローチを提案する．購買予測確率の導出に用いる購
買行動の仮定を可能な限り厳選し，推奨システムと購
買行動との関係を示す．数式を導く手順は単純で，消
費者の購買経験が次の購買に与える影響を条件付き確
率で表し，複数の購買履歴を条件とする購買予測確率
を導く．購買履歴の製品を 1個から複数製品に拡張す
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る際に，弱学習を適用する方法と条件付き独立を仮定
する 2通りの数式を提案して比較する．実証実験とし
て，音楽CDの販売POSデータを用いて購買予測力を
比較したところ，予測対象を購買数の多い消費者と製
品に限定した場合を除いて，提案する 2つのモデルと
も比較モデルとしたカーネル法サポートベクターマシ
ンより高い予測力を示した．本研究で提案する数式は
購買確率を表すので，順序統計量としての推奨指標に
用いるだけでなく，確率の合計を売上の予測に利用で
きる利点もある．売上を予測するマーケティング活動
への応用事例として，音楽業界の商習慣であるレコー
ドレーベルを提案モデルに基づいて考察し，企業の立
場から製品の類似をマネジメントする効果について議
論する．

2. 先行研究

製品や消費者の類似関係と購買との関連の研究には，
認知論あるいは購買行動の立場の研究と，計算機科学
における研究がある．
認知心理学の研究として，Tversky [3] は類似認識

を用いたカテゴリーベース処理のモデル（対比モデル：
Contrast Model）を提案した．カテゴリーベース処理
は，人がさまざまな情報や製品をカテゴリー化するこ
とでその情報や製品を理解し，評価する情報処理手法
である．消費者のライフスタイルが多様化し，また膨
大な情報に接する社会では，消費者がさまざまな情報
を判断することが多くなるため，認知努力を節約する
仕組みとして類似認識に基づくカテゴリーベース処理
に頼る状況が多くなる [4]．澁谷 [5]は，消費者が自身
に類似する他人の体験を参考に行動し，類似認識が製
品の評価や購買に影響することを実験で検証した．製
品を陳列する物理的制約がないオンラインショップで
は，消費者はさまざまな製品を選択できる利便がある
一方で，膨大な情報に接して情報探索の負荷を感じた
り，購入製品を合理的に判断できない不安（知覚リス
ク）が大きくなる．Häubl & Trifts [6] は推奨システ
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表 1 推奨システムの手法の分類

手法

コ ン テ ン ツ
ベースフィル
タリング

頻度に基づく評価，クラスタリング，
潜在クラスモデル，決定木，ニュー
ラルネットワクーク

協調フィルタリ
ング

近傍法（類似した利用者・アイテム
の評価を利用），グラフ理論，ベイジ
アンネットワーク，クラスタリング，
ニューラルネットワーク，線形回帰，
カーネル法 SVM，確率モデル

ハイブリッド
フィルタリング 上記手法を併用あるいは結合

Adomavicius and Tuzhilin [9] の表 2 を参考に作成．

ムの機能として，消費者ごとに購入候補の考慮集合を
提案することと，購入候補の比較検討を支援すること
の 2点を挙げて，消費者の満足度を高める効果がある
と指摘している．
計算機科学の分野の研究として，米国のゼロックス研

究所の Tapestry [7]と GroupLens [8]を端緒とする，
情報の選択や評価を推測する情報フィルタリングに関
する研究がある．レコメンドシステムのサーベイ研究
であるAdomavicius & Tuzhilin [9]，神嶌 [10, 11]は，
利用するデータの違いにより推奨システムをコンテン
ツベースフィルタリング，協調フィルタリング，ハイブ
リッドフィルタリングに分類した．表 1に，それらを総
括的に整理して示した．コンテンツベースフィルタリ
ングは，利用者（顧客）とアイテム（評価対象や商品）
の属性を対応づける手法である．協調フィルタリング
は，利用者のアイテムに対する評価履歴や購買履歴の
類似関係を手掛かりとする手法である．ハイブリッド
フィルタリングは両者を併用する手法である．表 1の
ほかの分類として，評価値が 5得点評価のような順序
データか，あるいは購買の有無のような 2値データか
という分類も重要になる．順序データの場合は，正規
分布とみなして相関係数で類似評価できる [12]．2値
データの場合は，相関係数に代わる多数の類似係数が
提案されているが [13, 14, 15]，どの類似係数が優れて
いるか定説はない．石田・西尾・椿 [16]は，購買履歴
を用いて消費者と製品を教師なし分類する際に，2項
分布の相関係数にあたる交互作用統計量がほかの類似
係数に対して優位となることを実証し，その理由を考
察している．推奨システムにおける類似係数の利用に
ついて，Iacobucci et al. [17]は消費者と製品の分類を
それぞれ作成して推奨システムに応用する概念を示し

た．本多 [18]は，消費者と製品の分類を同時に行う共
クラスタリングを協調フィルタリングに適用する手法
を示している．Breese et al. [1]は，利用者 iのアイテ
ム aj への評価得点 vi,aj

(∈ 0, . . . ,m)の期待値を，

E(vi,aj
) =

m∑
l=0

Pr(vi,aj
= l|vi,ak

, ak ∈ Ii) · l

ただし Ii は利用者 iの評価済みアイテムの集合として
記述した．Breese et al. [1] は，Pr(vi,aj

|vi,ak
) の計

算を陽に評価しているわけではなく，潜在クラスモデ
ルを用いて推定する手法と，ベイジアンネットワーク
を用いて推定する手法を示して比較検証している．本
研究では，陽に条件付き確率の算式を示す．
推奨システムの評価指標は多数あり，広く優位と認

めらる指標はない [12]．消費者が推奨後に購入した製
品を正解とする一致率の概念には，推奨リストにおけ
る正解の比率である精度（または適合率：precision）
と，正解リストにおける推奨した比率である再現率 (re-

call)がある．推奨リストを短くすると精度が高くなる
一方で，再現率が低くなるトレードオフの関係がある．
Breese et al. [1] は，評価指標に関する議論を踏まえ
て推奨リストの長さに指数関数でペナルティを与える
Rank Scoring指標を提案した．
本研究の実証対象とする音楽市場について，

Kubacki [19] は聞き取り調査を行い，音楽家には芸
術家タイプと，音楽を商品として扱うプロモータータ
イプの 2通りあることを示した．音楽 CDをプロモー
ションするレコード会社（レーベル）では，A&R(Artist

& Repertoire)部門において音楽家を発掘し，育成し
てレコードを制作し，楽曲の宣伝を行うのが主要な業
務となる [20]．勝又・阿部 [21]は音楽 CDの ID付き
POS データを用いた実証研究において，音楽 CD は
嗜好の異質性が大きく，顧客セグメントや個人単位の
嗜好の推定が重要であると指摘している．なお，オペ
レーションズ・リサーチ，第 52巻 (2007)は CD販売
データの分析の特集号を組んでいる．

3. 提案モデル

3.1 モデルの意図
協調フィルタリングのアプローチを踏まえて，購買

行動のみを観測して評価するモデルを考える．消費者
はある製品を買うという経験を通して異質性を獲得し，
同時に消費者間の類似が生まれ，次に買う製品の購買
確率が購買前に比べて変化するさまを条件付き確率を
用いてモデル化する．モデルの設定として，消費者がど
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の製品を購買したかが次の購買確率の条件となり，次
の購買に影響を与えると考える．このため，購買履歴
のない初期状態ですべての消費者が完全に同質である
と設定しても，確率的に起きる購買経験を通して消費
者に異質性が生まれる．モデルの構築では，次の 3つ
の仮定を設ける．3番目の仮定は 2通り設けるため，提
案モデルも 2つある．(1)購買確率に 2項分布を仮定，
(2)購買確率の相関係数が消費者に共通と仮定，(3)購
買確率の条件としての購買履歴を 1製品から複数製品
に増やす際に，(3-A)弱学習の手法が有効と仮定する，
あるいは，(3-B)条件付き独立を仮定する．それぞれ
の仮定の根拠は，モデル構築の際に記述する．モデル
化する変数として，個々の消費者と製品は区別するが，
購買数量については考慮せず，一定期間の過去の購買
の有無のみを 0か 1とする．時間については，過去と
将来の 2時点のみ考える．このためモデルを適用する
製品として，耐久財や本研究で扱う音楽CDのように，
通常 1回に 1個ずつ購入され，繰り返し購買が起きな
い製品を想定する．

3.2 理論モデル
モデルの記述のために消費者と製品の集合，および

所与の期間の購買履歴と購買確率を次のとおり記す．
I = {1, . . . , i, . . . , n} n人の消費者の集合
A = {a1, . . . , aj , . . . , am} m個の製品の集合
U = {ui,j | 消費者 i(∈ I) が製品 aj(∈ A)を過去

に 1個以上購入した場合に限り ui,j = 1，
さもなくば ui,j = 0}

消費者 i(∈ I)の製品 a, b(∈ A)の購買確率について，
Pi(a) 消費者 iが製品 aを購買する確率

Pi(b|a) 製品 aの購買の有無の条件下で，消費
者 iが製品 bを購買する条件付き確率

Pi(a ∩ b) 消費者 i が製品 a と b を共に購買す
る同時確率

Pi(aj |A) 過去の購買経験を与えた場合の，消
費者 iが製品 aj を購買する条件付き
確率

本研究では，Pi(aj |A)をモデル化する．表 2に，消
費者 iの製品 aと bの購買に関する 4通りの事象の発
生確率をまとめる．
仮定 1：購買発生の有無 Pi(a)は 2項分布に従う．
以下の数式の展開において，購買発生の有無に 2項

分布を仮定する．2 項分布を仮定するのは，第 1 に 2

値データの分布として最も単純な分布であり，第 2に
先行研究 [16] で購買発生の有無に 2 項分布を仮定す
ると妥当な分類が得られると示されているからである．

表 2 製品 a と b の購買に関する発生確率

製品 b

購買する 購買しない 計

製
品
a

購買
する

Pi(a ∩ b)
Pi(a)
−Pi(a ∩ b) Pi(a)

購買
しない

Pi(b)
−Pi(a ∩ b)

1+Pi(a∩ b)
−Pi(a)
−Pi(b)

1 −Pi(a)

計 Pi(b) 1− Pi(b) 1

この仮定により，消費者 iの 2製品 a, bの購買確率の
ピアソンの相関係数は，

si(a, b)=
Pi(a ∩ b)− Pi(a)Pi(b)√

Pi(a)(1− Pi(a))Pi(b)(1− Pi(b))
(1)

(1) 式の si(a, b) は，独立性の検定指標であるカイ
二乗値を試行回数で基準化して平方根をとった値に一
致し，交互作用統計量とも呼ばれる．si(a, b) を用い
て，消費者 iが製品 aを購買した場合に製品 bを購買
する条件付き確率 Pi(b|a = 1) は，(1) 式を変形して
si(a, b)を用いて表すことができる．

Pi(b|a = 1) =
Pi(a ∩ b)

Pi(a)

= Pi(b)

+ si(a, b)

√
1− Pi(a)

Pi(a)
Pi(b)(1− Pi(b)) (2)

同様に製品 aを購買しなかった場合に製品 bを購買す
る条件付き確率は

Pi(b|a = 0) =
Pi(b)− Pi(a ∩ b)

1− Pi(a)

=Pi(b)− si(a, b)

√
Pi(a)

1− Pi(a)
Pi(b)(1− Pi(b)) (3)

(2)式と (3)式をまとめて，

Pi(b|a)=Pi(b)

{
1 + ti,asi(a, b)

×
√(

1− Pi(a)

Pi(a)

)ti,a 1− Pi(b)

Pi(b)

}
(4)

ただし，

ti,a =

⎧⎨
⎩ 1 （aを購買した場合）

−1 （aを購買しなかった場合）
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(4)式を変形すると

Pi(b|a)
Pi(b)

− 1

=ti,asi(a, b)

√(
1− Pi(a)

Pi(a)

)ti,a 1− Pi(b)

Pi(b)
(5)

となるので，製品 a の購買の有無により製品
b を購買する条件付き確率が増減する比率は，√

(1− Pi(a)/Pi(a)
ti,a に比例することがわかる．製

品 aを購買した場合は，購買確率 Pi(a)が小さく買う
人の少ない製品 aを購入した場合に影響が大きく，逆
に，多くの人が買う製品を購入した場合の影響は小さ
くなる．また，製品 aを購買しなかった場合は逆数の√

Pi(a)/1− Pi(a) に比例し，多くの人が買う製品を
買っていないという情報の影響が大きくなるので，稀
な事象ほど情報量が大きいと解釈できる．次に，プロ
ダクトマップとして市場の有り様が消費者に同じに見
えていることを表す仮定を置く．
仮定 2：2製品 a，bの購買確率の相関係数 si(a, b)

は消費者 iに依存しないと仮定．
これは非常に強い仮定であるが，マーケティングの

分析で暗黙に用いる自然な仮定である．すなわち，製
品の類似評価から構成するプロダクトマップを消費者
ごとに複数作成しないのと同じで，消費者の認知する
製品間の関係に異質性がないと仮定する．
最後の仮定として，1 個の製品の購買の有無を条件

とする確率から，複数製品の購買履歴を条件とする確
率を計算するための仮定を 2通り設ける．
仮定 3-A（弱学習器）：消費者 i が製品 aj の過去

の購買の有無のみ知り得た場合に製品 bの将来の購買
確率を推定するモデルをMi,b(aj) として，m 個すべ
ての製品の購買履歴を知り得た場合に同様に製品 bの
購買確率を推定するモデルをMi,b(A)とする．このと
き，Mi,b(A)はm個のモデルMi,b(aj), j = 1, . . . ,m

の弱学習により，Mi,b(aj)の単純平均で推計できる．
仮定 3-B（条件付き独立）：任意の 3個の製品 a, b, c

の購買について条件付き独立が成り立つ．すなわち，
Pi(a, b|c) = Pi(a|c)Pi(b|c).
まず仮定 3-Aについて，モデルMi,b(A)を全サンプ

ル Aが与えられるモデルと考え，モデルMi,b(aj)を
サンプルが 1個しか与えられない精度の低い弱い学習
器と考える．弱い学習器を多数結合する手法はコミッ
ティ(committe) と呼ばれ [22]，結合手法にはブース
ティングなどのよく知られた重み付けの最適化手法も
あるが，提案モデルでは確率が重みの役割を果たすた

め，重み付けの重複を避けて簡易に単純平均を用いる．
モデルMi,b(aj)には (4)式の Pi(b|aj)の算式を用い，
モデルMi,b(A)は Pi(b|A)を推定すると考える．
また，仮定 3-Bの条件付き独立は，条件が同じ 2つ

の事象の発生確率が独立であり，それぞれの発生確率の
積が同時確率と等しくなることを表している．また，分
類モデルの単純ベイズ分類器 (Naive Bayes classifier)

で用いる仮定でもある．本研究では，この仮定により
導かれる算式の妥当性を実証検証し，間接的に提示し
た仮定の妥当性を評価する．

3.3 仮定 3-A：弱学習器モデル
仮定 2と 3-Aの弱学習器に関する仮定を用いて，数

式の展開を進める．仮定 2により，以降，消費者 iに
依存しない相関係数 si(a, b)に代えて s(a, b)と表記す
る．仮定 3-A により，モデルMi,b(aj) を aj ∈ A に
ついて単純平均で結合してモデルMi,b(A)を求める．
モデルMi,b(aj)に (4)式を当てはめ，モデルMi,b(A)

の推定値となる次式 (6)を得る．

Pi(b|A)

=
1

m

m∑
j=1

[
Pi(b)

{
1

+ti,aj
s(aj, b)

√(
1− Pi(aj)

Pi(aj)

)ti,aj 1− Pi(b)

Pi(b)

}]

=Pi(b) +

√
Pi(b)(1− Pi(b))

m

×
m∑

j=1

{
ti,aj

s(aj, b)

√(
1− Pi(aj)

Pi(aj)

)ti,aj

}
(6)

(6)式の右辺を計算するには，相関係数 s(a, b)と確率
Pi(a)の値を知る必要がある．相関係数 s(a, b)につい
ては，仮定 2により消費者を区別しないで表 2の各事
象の度数をクロス集計して推計値とする．実データが
条件付き確率に従う点については，集計により周辺確
率の相関係数を推計できると考える．一方，確率 Pi(a)

の推計は困難である．消費者の購買は，購買履歴を条
件とする条件付き確率に従うと考えるため，購買履歴
を観測して直接的にPi(a)を推計することができない．
そこで筆者らは，Pi(a)の簡易な推定法を模索したが，
その効果は Pi(a)を定数を置いた場合に比べて限定的
であり，効果的な Pi(a)の推定法を議論して本研究を
煩雑にする利点は小さいと考えるに至った．このため，
消費者 iと製品 aに依らず，購買確率 Pi(a) = 定数と
する．Pi(a)を個別に推定するか否かはモデルの議論
の本質ではないため，この設定は仮定として扱わない．
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Pi(a) = c, ∀a ∈ A, cは定数 (7)

これを (6)式に代入すると，

Pi(b|A)

=c+

√
c(1− c)

m

{√
1− c

c

∑
aj∈Ai

si(a, b)

−
√

c

1− c

∑
aj∈Āi

si(a, b)

}

ただし，Ai は消費者 i が購買した製品の添え字で
Ai = {k|ui,k = 1}，購買しなかった製品の添え字を
Āi = A− Ai として，

=c+
1− c

m

∑
aj∈Ai

s(aj, b)− c

m

∑
aj∈Āi

s(aj, b)

cが 1に対して十分に小さいとして

� 1

m

∑
aj∈Ai

s(aj, b) (8)

(8)式の s(aj, b)を相関係数行列 S で置き換えて行
列表記すると，提案する弱学習器モデルは以下の行列
計算式となる．

P =
1

m
US (9)

購買履歴の行列 U に相関係数行列 S を掛けて購買指
標とする (9)式は，筆者が経験的に知る最も簡易な協
調フィルタリングの算式に一致する．

3.4 仮定 3-B：条件付き独立モデル
今度は，仮定 2と 3-Bの条件付き独立の仮定を用い

て，数式の展開を進める．仮定 3-Bの条件付き独立を
繰り返し適用して次式を得る．

Pi(A|b)=
∏
k

Pi(ak|b) (10)

ベイズの定理を用いて，複数製品の購買履歴条件付き
確率Pi(b|A)を次のとおり計算する．次式に限り，計算
の意図を明確にするためPi(b)を Pi(b = 1)，1−Pi(b)

を Pi(b = 0)と記述する．

Pi(b = 1|A)

=
Pi(A|b = 1)Pi(b = 1)

Pi(A)

=
Pi(A|b = 1)Pi(b = 1)

Pi(A|b = 0)Pi(b = 0) + Pi(A|b = 1)Pi(b = 1)

(10)式を用いて，

=
Pi(b = 1)

∏
k Pi(ak |b = 1)

Pi(b = 0)
∏

k
Pi(ak|b = 0) + Pi(b = 1)

∏
k
Pi(ak|b = 1)

(11)

また，仮定 2により，消費者 iに依存しない相関係
数 si(a, b)に代えて s(a, b)と表記し，(4)式の a と b

を逆転して次式を得る．

Pi(a|b)=Pi(a)

{
1 + ti,bs(a, b)

×
√(

1− Pi(b)

Pi(b)

)ti,b 1− Pi(a)

Pi(a)

}
(12)

数値計算において，弱学習器モデルの (7)式と同様
に Pi(a) = cを (12)式に代入すると，

Pi(a|b = 1)=c+ (1− c)s(a, b) (13)

Pi(a|b = 0)=c(1− s(a, b)) (14)

(13)式と (14)式を用いて (11)式の各項を表すと，

Pi(b)
∏
k

Pi(ak|b = 1)

= c
∏

k∈Ai
{c+ (1− c)s(ak, b)}

×∏
k∈Āi

{(1− c)(1− s(ak, b))} (15)

(1− Pi(b))
∏
k

Pi(ak|b = 0)

= (1− c)
∏

k∈Ai
{c(1− s(ak, b))}∏

k∈Āi
{1− c(1− s(ak, b)} (16)

(15)式と (16)式を (11)式に代入して，条件付き独立
モデルとなる Pi(b = 1|A)の数式を得る．この数式を
書き下すのは冗長なので割愛する．

4. 実証分析

4.1 目的と手順
4.1.1 購買予測力の検証
第 1の実証分析として，前節で提案したモデルの購

買予測力を 2つの指標で評価して比較する．検証デー
タには音楽 CD販売の ID付き POSデータを用い，結
果の再現性を確認するため，データセットの作成期間
を 8通りと抽出条件を 5通りの 8× 5パターンの組合
せを設ける．学習データの期間は 3カ月間，続く 3カ
月間を検証期間とする．第 1期の学習データを 2002年
11月から 2003年 1月までとし，検証データを 2003年
2月から 4月までとして購買を予測する．第 2期以降
は期間を 1カ月ずらして繰り返し計8期の検証を行う．
抽出条件は，相関係数や確率の推計が満足にできない
評価対象を除く目的で設け，購入枚数がK(= 3, . . . , 7)
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枚以上の消費者と，販売枚数が 2K 枚以上の製品の組
合せの購買履歴に限定する．K の値に幅を設けたのは，
消費者×製品のデータ行列でゼロ以外の要素の多少のス
パース性がモデルの説明力に与える影響を評価するため
である．検証の手順は次のとおりである．各データセッ
トについて，学習用データを用いて 2製品 a, bの購買
確率の相関係数 s(a, b)を計算する．また，Pi(a) = c

（一定値）となる c を，c =
∑

i,j
ui,j/mn × 検証期

間月数/学習期間月数と計算する．次に，これらの値
を提案モデルに代入する．弱学習器モデルの場合は，
(9) 式を用いて購買履歴の行列 U に相関係数の行列
S = {s(a, b)}を掛け，製品数mで割って購買予測確
率 Pi(b|A)を求める．条件付き独立モデルの場合は，c

と s(a, b) の値を用いて (15) 式と (16) 式の値を求め，
これを (11)式に代入して目的の購買確率の推定値を求
める．最後に予測確率 Pi(b|A)を，学習期間で購買の
あった消費者と製品の組合せを除いて，検証期間の購
買結果に照らして評価する．
提案する 2モデルとの比較のため，カーネル法 SVM

（サポートベクターマシン）を用いた購買確率の推定も
行う．カーネル法 SVMでは，共分散行列と同じく半
正定値行列の性質を持つカーネル S′ を用い，消費者 i

ごとに次式で定める座標の判別の境界からのマージン
と呼ばれる距離を最大化する．

wi · S′ + bi · e (17)

ただし，wi はサポートベクターマシンで推定する重
み（方向）を表す行ベクトル，bi を切片のスカラー値，
e をすべての要素が 1 の行ベクトルとする．消費者 i

ごとに数件の購買履歴から wi を推定すると，データ
の情報量の観点からオーバーフィットのリスクがある．
このとき，重み wi を推定する代わりに，簡易に消費
者 iの製品 aj の購買の有無 ui,j/mを用いると，切片
を除いて (17)式は (9)式 P = 1/m ·US の第 i行に
一致する．また，(9)式の相関係数行列 S はカーネル
の性質を備える．本研究の議論が妥当であれば，パラ
メータ推定の必要はなく，提案モデルは良い結果を示
すであろう．カーネル法 SVMの実行には，統計ソフト
R の kernlab パッケージ [23]，Chang & Lin [24] を
用い，モデルの適用は各消費者ごとに行う．カーネル
には半正定値となる代表的な類似係数である Jaccard

係数 [15]を用いる．
モデルの評価指標として，Breese et al. [1]の Rank

Scoring指標とコルモゴロフ–スミルノフ検定の2つを
併用する．Rank Scoring 指標は，推奨リストの長さ

に指数関数でペナルティを与えて精度–再現率のトレー
ドオフを評価する指標である．まず，消費者 iごとに
全製品の購買予測確率を降順に並べ，検証期間で購買
された製品が出現した順番の配列 Ri を作成する．仮
に 3番目と 5番目，. . . に購買予測確率が高いと評価
した製品が購買された場合はRi = {3, 5, . . . }となり，
配列 Ri の要素の個数は消費者 iが検証期間に購買し
た製品の個数 vi に一致する．最も良い予測ができた場
合は Rmax

i = {1, 2, . . . , vi} となる．まず，次式 (18)

で消費者 iの予測の一致率を評価する．

Rank(Ri) =
∑

k∈Ri

1

2
k−1
T−1

(18)

半減期 T の値は評価者が設定する指数関数を定めるパ
ラメータである．Rank Scoring 指標は，(19) 式のと
おりRank(Ri)を消費者について合算して最大 100に
基準化した値とする．

Rank Scoring = 100

∑
i∈I Rank(Ri)∑

i∈I Rank(Rmax
i )

(19)

Breese et al. [1]は半減期 T の値は比較結果にあまり
影響しないと指摘している．本実験でも，半減期 T を
2倍にすると評価値が約 2倍になり比較順序には影響
がないことを確認し，半減期 T = 10 とした．Rank

Scoring 指標は推奨リストの長さにペナルティを与え
る利点があるが，購買予測確率を消費者ごとの順序尺
度としてのみ評価しているという課題がある．特定の
消費者に推奨する製品の順序付けは評価しているが，
特定の製品を推奨する消費者の順序付けは評価してい
ない．そこで，消費者 ×製品の行列の形で得られる購
買予測確率を消費者と製品の区別なく1列に並べた後，
検証データにおける購買の有無で2グループに分けて，
2グループの確率の分布の水準の差異をコルモゴロフ–

スミルノフ検定で片側検定することも併せて行う．
4.1.2 相関係数の同質性の検証
本項では，「2製品の購買確率の相関係数は消費者に

依存しない」とする仮定 2の妥当性を検証する．購買
が類似する消費者の情報を用いて製品を推奨する最近
傍法（あるいは近傍選択 [12]）は，購買行動に基づく
消費者セグメンテーションの有用性を示唆している．
本項の検証では，購買の類似性により 2つの消費者セ
グメントに分類し，それぞれの購買履歴を用いて 2通
りの製品間の相関係数行列を計算し，先の購買予測力
の検証と同様の手順で各消費者セグメントごとに弱学
習器モデルの購買予測力を評価する．次に，異なる消
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費者セグメントの購買履歴から計算した相関係数行列
で差し替えて，同様にモデルの評価を行う．自身の購
買履歴から計算した相関係数行列を用いた場合と，他
セグメントの購買履歴から計算した相関係数行列を用
いた場合でモデルの説明力に有意な差がなければ，消
費者セグメントを設ける有用性がなく，仮定 2が妥当
な仮定だと判断できることになる．データとして，購
買予測力の検証のK = 3 の条件で抽出した 8 期間の
データセットを用いる．まず，消費者間の相関係数行列
を計算し，これを類似指標として PAM (Partitioning

Around Medoids)法により消費者を2つのセグメント
に分類する．PAM法は Kaufman & Rousseeuw [25]

によって提案された非階層的クラスタリング手法で，非
階層的であるため分類数があらかじめ決まった大規模
要素の分類に適している．評価対象製品は，相関係数
行列を差し替えるためにK = 3の条件で 2 つの消費
者セグメントに共通して購買のある製品とする．

表 3 購買予測力の検証のデータセットの特徴
第 1 期か抽出条件 K = 3 のサンプルのみ掲載

期間 K 消費者数 製品数 学習期間
購買数/人

検証期間
購買数/人

1 3 8,610 899 4.60 1.43

1 4 4,333 560 5.78 1.64

1 5 2,025 317 6.97 1.63

1 6 843 156 8.10 1.49

1 7 165 46 9.47 1.04

2 3 8,281 849 5.78 1.64

3 3 8,106 856 6.97 1.63

4 3 7,173 803 8.10 1.49

5 3 6,844 831 9.47 1.04

6 3 5,866 800 4.48 1.41

7 3 6,331 841 5.63 1.66

8 3 6,216 824 6.76 1.64

表 4 相関係数の同質性の検証のデータセットの特徴

期間 　　消費者数
Gr. 1/Gr. 2

製品数 学習期間
購買数/人

検証期間
購買数/人

1 5,256/3,354 295 3.69 0.99

2 5,216/3,065 276 3.57 0.97

3 5,714/2,392 247 3.41 0.75

4 4,954/2,216 249 3.45 0.88

5 4,724/2,120 260 3.45 0.90

6 1,156/4,710 212 3.14 0.87

7 4,723/1,608 249 3.30 0.85

8 5,373/843 158 2.64 0.72

4.2 データ
大手セル・レンタル CDチェーン店から個人が特定

できないように加工したうえで提供いただいた，音楽
CD 販売の購買履歴 417,380 件の ID 付き購買 POS

データを検証に用いる．音楽 CDは衝動買いが少ない
製品で，事前に楽曲を聴いて購入製品を決めてから店
舗に行く買い方が全体の 82.5％を占めるという調査結
果 [26]が示すように，探索コストが大きく繰り返し購
買がない経験財という特徴を持っている．購買の期間
は 2002 年 11 月 1 日から 2003 年 12 月 21 日までの
1年あまりで，東京と大阪エリアの計 5店の購買履歴
を評価対象とする．表 3には，実証実験 1の第 1期の
データセットか，あるいはK = 3の条件で「学習期間
に 3枚 (= K)以上の製品を購入した消費者」と「6枚
(= 2K)以上販売した製品」の組合せの 12通りのデー
タセットの特徴を示した．K の値が大きくなると，条
件に該当する消費者数と製品数は減少する．抽出条件
K の値が同じ場合，各期のデータの特徴は同様であっ
た．第 2期以降では，K が 6または 7で条件に該当す
るデータが残らない場合が 7回あり，33通りの有効な
データセットを構成し，分析対象とした．よって表 3か
ら割愛した実証実験 1のデータセットが 21(= 33−12)

通りある．1 人当たりの購買数平均が学習期間より検
証期間で小さいのは，学習期間のデータ抽出に購買数
の下限を設定したからである．表 4には，実証実験 2

で用いるデータの各期の特徴をまとめた．2つの消費
者セグメントに共通して購買のある製品を対象とする
ため，実証実験 1の第 1期の場合に比べて製品数が少
ない．

4.3 結果と考察
4.3.1 購買予測力の検証
表 5 に，抽出条件の最も緩い K = 3 のケースの

Rank Scoring指標とコルモゴロフ–スミルノフ検定指
標の評価結果をまとめた．どちらの評価指標ともに値
が大きいほうが予測精度が良い．期間による評価値の
差異はモデルによる差異に比べて十分に小さく，2 つ
の評価法ともにすべての期間で評価の良い順に弱学習
器モデル＞条件付き独立モデル＞カーネル法 SVMと
なった．また，コルモゴロフ–スミルノフ検定で3つの
モデルともに購買の有無の 2グループの購買予測確率
の分布に 0.1％水準で有意な差があった．K = 4また
は 5の抽出条件による各期のモデルの優位比較でも同
様の結果を得た．表 6には，第 1期の抽出条件 K の
異なるデータセットの評価結果を示す．抽出条件の K

の値を大きくすると，学習期間で購買数の多い消費者
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表 5 購買予測力の検証結果（抽出条件 K = 3 の場合）
表中の値：Rank Scoring指標/コルモゴロフ–スミル
ノフ検定指標

期間 K
カーネル法
　 SVM

条件付き
独立モデル

弱学習器　
　モデル

1 3 2.12/0.10 3.93/0.16 5.43/0.40

2 3 2.37/0.10 3.58/0.15 5.21/0.38

3 3 1.80/0.08 3.50/0.16 4.46/0.35

4 3 2.19/0.09 3.64/0.15 4.71/0.37

5 3 2.10/0.08 3.47/0.15 4.66/0.37

6 3 2.56/0.09 4.09/0.17 5.40/0.39

7 3 2.40/0.09 3.71/0.15 5.34/0.39

8 3 3.03/0.10 4.11/0.16 6.08/0.39

平均 2.32/0.09 3.75/0.16 5.16/0.38

標準偏差 0.37/0.01 0.26/0.01 0.53/0.02

表 6 購買予測力の検証結果（第 1 期）
表中の値：Rank Scoring指標/コルモゴロフ–スミル
ノフ検定指標

期間 K
カーネル法
　 SVM

条件付き
独立モデル

弱学習器
モデル

1 3 2.12/0.10 3.93/0.16 5.43/0.40

1 4 2.82/0.09 4.84/0.15 6.75/0.39

1 5 3.82/0.08 5.66/0.13 8.00/0.39

1 6 6.21/0.09 5.85/0.08 8.94/0.34

1 7 11.49/n.a 6.61/n.a. 12.78/0.24

　表中 n.a.は p 値が 5％以上，他は 0.1％水準で有意．

と製品が評価対象となり，Rank Scoring 指標による
一致率評価は良くなるが，一方で，コルモゴロフ–スミ
ルノフ検定指標による一致率評価は低下し，K = 7で
カーネル法 SVMと条件付き独立モデルの判別は有意
でなかった．2つの指標の傾向が逆転したのは，コル
モゴロフ–スミルノフ検定指標のみが評価する特定の
製品を購入する消費者の順序の推計力が低下したのが
要因である．表 3を確認してもらえれば，学習期間に
購買数の多い消費者の検証期間の購買数が多いとは限
らないとわかる．提案モデルは，購買履歴数の多い消
費者の予測購買確率の合計を高く推計するが，この水
準が検証期間に持続しないことが消費者順序の推計を
低下させた要因である．消費者ごとにパラメータ推定
するカーネル法 SVMでも同様の影響があり，製品数
が少ない場合に相対的に良い評価となったのは，購買
履歴数に対して推定するパラメータ数が減りオーバー
フィットのリスクが減ったためと考える．

4.3.2 相関係数の同質性の検証
表 7には，購買の類似する 2つの消費者セグメント

表 7 相関係数の同質性の検証結果：弱学習器モデル
表中の値：Rank Scoring指標/コルモゴロフ–スミル
ノフ検定指標

期間 自身の相関係数 交換した相関係数

1 2.87/0.02 2.89/0.07

2 2.81/0.02 2.89/0.07

3 3.07/0.03 3.07/0.05

4 2.88/n.a. 2.92/0.04

5 2.58/n.a. 2.73/0.05

6 3.69/0.07 3.60/0.06

7 2.77/0.02 2.83/0.05

8 4.40/0.05 4.09/0.05

平均 3.13/0.04 3.13/0.05

標準偏差 0.61/0.02 0.47/0.01

表中 n.a.は p 値が 5％以上，他は 1％水準で有意．

について，それぞれの購買履歴から計算した相関係数
を用いた場合と，相関係数を交換して用いた場合の弱
学習器モデルの評価結果を示す．交換しても予測一致
率に差異は見られない．また，同じ抽出条件K = 3の
実証実験 1の結果に比べて評価値が悪化している．相
関係数を交換する必要から，2つの消費者セグメントで
共通に購買履歴のある製品を評価対象としたため，分
析対象製品が広く買われる製品に限定されて購買予測
が難しくなったと考える．条件付き独立モデルについ
て同じ分析をしたところ，同様の結果であった．

5. 製品の類似を利用したプロモーションの
考察

5.1 製品の類似と売上の交差弾力性
音楽 CDの市場におけるプロモーションの特徴とし

て，レーベルという商習慣がある．昨今は，出版社も
叢書 (book series)をレーベルと称するのが一般化して
いる．レコード会社や出版社は，音楽性や作風の類似
したアーティストや作者を同じレーベルとしてグルー
プ化し，会社の部門名に相当する組織でプロモーショ
ンを行う [20]．この仕組みは，同じ企業ブランドの傘
下にあるブランド・ポートフォリオ [27]に類似してい
るが，レコード会社は，企業名やレコードレーベル名
をブランドとして消費者に認知させる意図に乏しいと
いう点でブランド戦略とは異なる．実際，音楽 CDを
レーベルで判断する消費者は稀であろう．類似認識に
ついて，アーティスト達をプロモーションする組織が
同じなら，同じメディアやイベントに所属アーティス
トが露出する機会が増えて，消費者は無意識に類似関
係を認識しやすくなる．例えばレコード会社アップフ
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ロントワークスに所属するアーティストが，テレビ番
組のハロー!モーニング（テレビ東京で 2000年 4月～
2007 年 4月放送）に出演しているのを観た視聴者は，
特に説明がなくても「モーニング娘．」に代表されるハ
ロー!プロジェクトのメンバーと認識したであろう．音
楽性の似通ったアーティストは競合する可能性も高い
が，同じレコードレーベルに所属していれば，新譜の
発売時期をずらすなど，競合要因を打ち消しやすい．
ある 2製品の類似係数の指標が大きいということは，

それらの製品は共に購入されやすい（並買されやすい）
ことを表しており，補完財の関係にあるといえる．よっ
て，2製品が類似していると消費者が認識することで，
補完の性質が強まり，1 つの製品の売上増加が，ほか
の製品の売上を波及的に増やすと考えられる．レーベ
ルの類似を認識させる機能に着目し，その効果を提案
モデルを用いて考察する．

5.2 評価手法
本節では，提案モデルを用いて類似によるプロモー

ション効果の高いアーティストの組と，所属レコード
レーベルとの関係について分析する．用いるデータと
モデルは次のとおり．
データ 前節と同じ音楽CD販売データの 2002 年 11

月～2003 年 4 月の期間の，月間平均 1 枚以
上購入した消費者と 2枚以上販売した製品の
購買履歴

モデル 弱学習器モデル
アーティストの関連の強さとして，アーティスト A

の売上が増えることによる，アーティスト Bの売上の
増分の影響を，需要の交差価格弾力性の算式に倣い，次
のとおり売上の交差弾力性 δA,B を定義して評価する．

売上の交差弾力性：δA,B

=
アーティスト B の売上数量の変化率
アーティスト Aの売上数量の変化率

(20)

まず，弱学習器モデルにデータを当てはめて各消費
者の購買確率を評価し，まだアーティスト Aを購入し
ていないが購入すると予測される購買確率が高い消費
者から順に実際の売上の 10％に相当する消費者数を抽
出し，その購買が新たに発生すると見込む．この見込
み購買を購買履歴に追加し，購買確率を再度評価する
とアーティスト Bの購買確率が増減する．この増分を，
補完関係による購買の効果として先に定義した売上の
交差弾力性として評価する．
仮定として追加する購買履歴数を 10％という比率に

したのは，プロモーションの目標として売上の 10％増

は現実的な設定と考えたためである．このように，類
似関係による売上の増分を評価できるのは，順序統計
量を推奨の指標とするモデルと異なり，提案モデルが
確率モデルであることの利点である．ただし，ブラン
ド選択確率をロジットモデルで推計する場合のように，
購買確率の合計が売上に一致するような水準調整のロ
ジックを提案モデルに組み込んでいない．本実験では
影響の順序に関心があるが，絶対的な水準に着目する
場合は水準調整のロジックが必要となろう．

5.3 結果
売上の交差弾力性の影響を，まずアーティストごと

に集計し，次に市場全体で集計する．表 8は，売上の
交差弾力性の影響による売上の増加が高いアーティス
ト上位 10組の表である．表の売上順位は，売上増を見
込む前の実際の売上順位を示している．第 8位の「浜
崎あゆみ」から「B’z」への影響の組合せ以外の 9 組
は，同じレコード会社・レーベルに所属しており，同
じレコードレーベル内で，売上増加のシナジー効果が
高いと評価できた．上位 10 組の特徴として，第 6位
（1位：CHEMISTRY–9位：平井堅）のようにベース
となる元の売上数量が多い組と，第 1位（25位：松浦
亜弥–79 位：後藤真希）のように元の順位以上に補完
関係が強い組が見られる．
次に，各アーティストの売上の交差弾力性の市場全

表 8 売上の交差弾力性の影響の大きいアーティスト上位
10 組

No. 売上
順位

要因 [所属] 売上
順位

結果 [所属]

1 25 松浦亜弥 [UFWa] 79 後藤真希 [UFWa]

2 2 浜崎あゆみ [avex] 6 BoA [avex]

3 23
KinKi Kids

[ジャニーズエン
ターテイメント]

90 J-FRIENDS
[(ジャニーズ)]

4 2 浜崎あゆみ
[avex]

13 Every Little
Thing [avex]

5 25 松浦亜弥
[UFWa]

147
ごまっとう（後藤真
希，松浦亜弥，藤本
美貴）[UFWa]

6 1 CHEMISTRY
[SME(J)b]

9 平井堅
[SME(J)b]

7 25 松浦亜弥 [UFWa] 74 藤本美貴 [UFWa]

8 2 浜崎あゆみ [avex] 3 B’z [ビーイング]

9 79 後藤真希
[UFWa]

147
ごまっとう（後藤真
希，松浦亜弥，藤本
美貴）[UFWa]

10 38 モーニング娘。
[UFWa]

79 後藤真希 [UFWa]

UFWa：アップフロントワークス，SME(J)b：ソニー・
ミュージックエンタテインメント（日本）．

398（44）Copyright c© by ORSJ. Unauthorized reproduction of this article is prohibited. オペレーションズ・リサーチ



表 9 売上の交差弾力性の市場への影響が大きいアーティ
スト上位 10 位

No.
売上
順位

要因アーティスト名 所属レコード会社名

1 2 浜崎あゆみ avex

2 6 BoA avex

3 16 TLC
Sony Music Enter-
tainment

4 13 Every Little Thing avex

5 1 CHEMISTRY SME(J)a

6 11 宇多田ヒカル EMIミュージック・
ジャパン

7 25 松浦亜弥 アップフロントワーク
ス

8 22
ジェニファー・
ロペス

Sony Music Enter-
tainment

9 26 中島美嘉 SME(J)a

10 44 175R
EMIミュージック・
ジャパン

SME(J)a：ソニー・ミュージックエンタテインメント
（日本）．

体に対する影響を集計し，表 9に上位 10位示す．表 8

と比較すると，限られた消費者に訴求する女性アイド
ルがランキング外になり，売上の交差弾力性の大きさ
と潜在顧客の多さの広がりのバランスがとれたアーティ
ストが上位になった．アイドルは特定のファンを持つ
アーティストとして，レコードレーベルの仕組みが特
に有効に機能していると考える．

6. 議論と今後の課題

6.1 議論
過去の購買履歴から将来の消費者の購買確率を予測

する算式を，明示的な仮定に基づいて導き，従来のアプ
ローチで課題とされた類似評価の基準を購買履歴デー
タの分布の問題に帰着させ，2項分布の相関係数で類
似評価する理論的な根拠を示した．また，分布に基づ
いて議論したことで，推奨の評価を順序統計量ではな
く確率として示せた．購買予測力の検証の結果，提案
モデルは予測対象を購買数の多い消費者と製品に限定
した場合を除いて，カーネル法 SVMより高い購買予
測力を示した．購買頻度の高いデータに対して説明力
が劣るのは，類似情報の利用のみモデル化し，消費者
ごとの購買数を予測するロジックを組み入れていない
ためと考える．音楽 CD市場のように繰り返し購買が
ない購買履歴データに対しては，購買頻度の情報に比
べて類似情報による説明力の役割が大きく，平均より
相関係数に着目する提案モデルが有用である．一般的

な判別の統計モデルが共分散行列を利用するのに対し，
基準化した共分散の相関係数のみなら他消費者のデー
タから推計できるとの仮定に基づいて，相関係数のみ
利用する点が提案モデルの特徴であり，協調フィルタ
リングのアプローチである．一方，繰り返し購買があ
り購買頻度の高い市場では，個人属性や製品属性を用
いて購買頻度の平均や分散を説明する統計モデルやコ
ンテンツベースフィルタリングの有用性が増し，2つ
のアプローチを統合するハイブリッドフィルタリング
が有用となろう．相関係数の同質性の検証の結果から，
製品間の相関係数の推計に消費者の異質性を考慮しな
い仮定 2が妥当とわかった．製品間の類似を計算した
データ行列を転置して同じ計算をすれば消費者間の類
似が求まるように，製品と消費者の類似は表裏一体の
関係にあり，どちらかの情報を用いれば重複して用い
る効果は少ないと解釈する．
実務への応用として，類似関係が購買に与える影響

の高いアーティストの組を評価したところ，上位 10組
の中で 9組が同じレコードレーベルに所属しているこ
とがわかった．このため同じレコードレーベルに属す
るアーティストのプロモーションには，補完関係によ
る売上増加効果があると解釈できる．特に，アイドル
の音楽ジャンルで有効であったのは，このジャンルは
Kubacki [19]の指摘するプロモータータイプの特徴が
強く，宣伝の効果が現れやすかったと解釈する．昨今，
文学的であるより広く読まれることを第一に考える書
籍のジャンルのライトノベルでレーベル（叢書）の用
語が使われるようになった．レーベルは，財やサービ
スの提供者とは別に作者が存在する音楽や書籍などの
製品をグループ化し，消費者に暗黙的に類似を認識さ
せ，波及的に売上を伸ばすマーケティング手法として
有効に機能していると考える．

6.2 今後の課題
提案モデルの課題として，協調フィルタリングのア

プローチに沿って相関係数に着目する一方で，平均値
となる頻度の予測を組み入れていない点がある．繰り
返し購買のない市場では相関係数のみに着目しても有
効であったが，繰り返し購買のある市場では頻度の推
定の重要度が増す．2項分布以外の分布を仮定して提案
モデルを構築し直し，消費者や製品の属性情報を用い
るコンテンツベースフィルタリングのアプローチを取
り入れたり，時系列情報などの変数を組み入れて，頻
度を予測するロジックを組み入れることが今後の課題
となる．レコード会社のレコードレーベルを用いたプ
ロモーションについては，アーティストの類似性がレ
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コード会社のプロモーションによって高められたのか，
あるいはレコード会社が類似性の高いアーティストを
集めた結果なのかについて，議論できていない点が課
題として残る．消費者が製品の類似を認識する要因を
整理し，類似を利用したプロモーションの実際を評価
する事が今後の課題である．
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